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Resumo

Este trabalho apresenta o desenvolvimento e a andlise comparativa de modelos de apren-
dizado de maquina para a predicdo de comportamentos de robos futebolisticos, utilizando
dados reais de posicionamento provenientes de sistemas de visdo computacional da Robo-
Cup Small Size League (SSL). A metodologia empregada abrangeu a aquisi¢do e conversao
de dados, engenharia de atributos cinematicos e tratamento de ruidos. Duas abordagens
distintas foram avaliadas: um modelo de Regressdo Linear e uma rede neural recorrente do
tipo Long Short-Term Memory (LSTM). Os experimentos compararam o desempenho dos
modelos em fun¢do da variacdo do tamanho da janela histérica e do horizonte de predicao,
utilizando como métricas o erro posicional e o tempo de inferéncia. O modelo de Regressio
Linear atingiu um valor de raiz do erro quadratico médio (RMSE) minimo de 2,23 mm,
com tempo médio de inferéncia de aproximadamente 0,22 ms. A rede LSTM apresentou
melhor desempenho preditivo no melhor cendrio avaliado, alcancando RMSE de 1,65 mm,
porém com tempos de treinamento e inferéncia significativamente superiores. Os resulta-
dos indicam que a Regressdo Linear oferece uma solucao robusta e de baixa laténcia para
predi¢oes de curto prazo. Em contraste, a rede LSTM demonstrou uma maior capacidade
de generalizacdo para trajetorias complexas e ndo-lineares, com um custo computacional

superior.

Palavras-chave: RoboCup SSL; Aprendizado de Maquina; Regressao Linear.



Abstract

This paper presents the development and comparative analysis of machine learning mod-
els for predicting soccer robot behavior, using real positioning data from computer vision
systems in the RoboCup Small Size League (SSL). The methodology employed included
data acquisition and conversion, kinematic attribute engineering, and noise treatment. Two
distinct approaches were evaluated: a Linear Regression model and a Long Short-Term Mem-
ory (LSTM) recurrent neural network. The experiments compared the performance of the
models as a function of the variation in the historical window size and the prediction horizon,
using positional error and inference time as metrics. The Linear Regression model achieved
a minimum root mean square error (RMSE) of 2.23 mm, with an average inference time of
approximately 0.22 ms. The LSTM network showed better predictive performance in the best
evaluated scenario, achieving an RMSE of 1.65 mm, but with significantly higher training
and inference times. The results indicate that Linear Regression offers a robust, low-latency
solution for short-term predictions. In contrast, the LSTM network demonstrated greater
generalization capacity for complex, nonlinear trajectories, with a higher computational
cost.

Keywords: RoboCup SSL; Machine Learning; Linear Regression.



Figura 2.1
Figura 2.2
Figura 2.3
Figura 2.4

Figura 2.5

Figura 3.1

Figura 3.2

Figura 4.1

Figura 4.2

Figura 4.3

Lista de figuras

Dimensoes do campo da divisio Bda SSL,emmm. . . . . . ... .. ..
Marcadores visuaisdosrobds. . . . . . ... L.
Robo6 da liga SSL-EL desenvolvido pela Titans-UnB . . . . . ... ...
Representacdo esquematica de um neurodnio artificial. Os sinais de en-
trada (x1, ..., x,) sdo ponderados pelos pesos sinapticos (wy,...,w,) e
agregados na funcdo de soma (Z). O resultado ¢ submetido a uma fung¢ao
de ativacdo (¢(i)), gerando arespostade saida (y). . . . . ... ... ..
Representacdo da arquitetura interna de um bloco LSTM. O diagrama
ilustra a interacdo entre a entrada (x;), o estado recorrente (7;) e os portdes
de controle (i, f;, 0;) que modulam o estado da célula (c;) para preservar
dependéncias temporais. . . . . ... ..o
Fluxo do processo metodolégico proposto. O diagrama apresenta, de
forma sequencial, as etapas de aquisicio dos dados, caracterizagio, pré-
processamento, treinamento dos modelos e avaliacao dos resultados. . .
Representacdo esquemadtica do janelamento de uma série temporal no
instante atual (¢) para a previsdo multi-passo. O processo utiliza uma
Janela Histérica (X), composta pelos N Passos Passados (det — N a t),
como entrada para o modelo. Esta entrada é usada para gerar a Janela de
Previsdo (Y), que abrange os K Passos Futuros (de t +1 a t + K), definindo
ohorizontede previsdo. . . . . . . ... Lo oo
Mapa de calor com a Raiz do Erro Quadratico Médio (RMSE, em mm)
do modelo de previsdo sob diferentes configuracdes de janelamento. O
eixo Y é a Janela de Previsao (Pred Window, em amostras), e o eixo X é a
Janela de Treino (Train Window, em segundos). O mapeamento de cores
demonstra que o melhor desempenho (menor RMSE, cores escuras) é
atingido com Janelas de Previsdo menores e Janelas de Treino maiores,
indicando que um historico de entrada mais longo € vantajoso. . . . . .
Comparacao espacial entre as posicoes reais (azul) e as estimadas (laranja)
pelo Regressor Linear. A alta densidade de sobreposi¢do entre os pontos
evidencia a precisdo do modelo em intervalos curtos de tempo. . . . . .
Evolucao do erro absoluto de previsiao para as coordenadas X (azul) e Y
(laranja) ao longo do tempo de experimento. O eixo vertical em escala
logaritmica permite a visualizacdo de erros que variam em diferentes
ordensdegrandeza. . . . . . . . ... ... e

26

35



Figura 4.4

Figura 4.5

Figura 4.6

Figura 4.7

Figura 4.8

Figura 4.9

Figura 4.10

Figura 4.11

Figura 4.12

Histograma de distribuicdo de probabilidade do erro euclidiano. O grafico
evidencia um comportamento de cauda longa, indicando que a grande
maioria das previsdes apresenta desvios inferioresa 5mm. . ... ...
Tempo de inferéncia vs. janela de previsao para o regressor linear. Cada
curva corresponde a uma janela de treinamento. . . . ... ... .. ..
Tempo de treinamento vs. janela de previsdo para o regressor linear. Cada
curva corresponde a uma janela de treinamento. . . . . ... ... ...
Distribuicao de frequéncias do tempo de treinamento para o regressor
linear. O histograma demonstra que a maioria das execuc¢des se concentra
em torno de 0,024 segundos (24 ms), indicando estabilidade computacio-
nal e baixo custo de processamento para o modelo de regressdo. . . . . .
Evolucio da func¢do de perda (loss) e da métrica MAE durante 100 épocas.
Observa-se uma convergéncia rapida nas iteracdes iniciais e a auséncia
de distanciamento entre as curvas de treinamento e validaco, indicando
estabilidade e auséncia de overfitting. . . ... ... ... ... .....
O grafico apresenta a evolu¢do do Erro Absoluto (em mm) para as coorde-
nadas X (azul) e Y (vermelha) ao longo da sequéncia de teste. Observa-se
que o modelo LSTM mantém estabilidade na maior parte da inferéncia,
com picos de erro localizados (notadamente proximo a amostra 7.000),
indicando variacdes pontuais na precisdo da predicdo em relagdo aos
dadosreais. . . . . . ... e e e
Comparacdo entre a trajetoria real e a estimada do rob6 no plano (XY). A
curva (azul) representa os dados reais do conjunto de teste, enquanto a
(vermelha) indica as posicoes preditas pelo modelo LSTM otimizado. . .
Relacgdo entre o tempo total de treinamento (eixo Y) e o tamanho da janela
de dados (eixo X). Observa-se uma tendéncia geral de crescimento do
tempo conforme a janela aumenta, indicando que sequéncias temporais
mais longas demandam maior processamento para a atualizacdo dos
pesosdarede LSTM. . . . . . . . . . . i i
Medicao do tempo de inferéncia do modelo para diferentes janelas. Ao
contrario do treinamento, o tempo de resposta apresenta oscilacdes signifi-
cativas (picos e vales) que nao seguem uma linearidade estrita, sugerindo
que a laténcia de inferéncia pode ser influenciada por fatores de overhead
do sistema além do tamanhodaentrada. . . . . . ... ... ... . ...

43



Tabela 2.1
Tabela 3.1
Tabela 3.2
Tabela 3.3
Tabela 3.4
Tabela 3.5
Tabela 4.1
Tabela 4.2

Lista de tabelas

Estados do jogoda SSL RoboCup. . . . . . ... .. ... ... ...... 19
Composicdo do Vetor de Caracteristicas . . . . . . . ... ... ...... 29
Composicdo do Vetor de Caracteristicas por Instante (¢) . . . . . ... .. 31
Grade de Hiperparametros para os Experimentos de Regressdo . . . . . . 32
Resumo dos Hiperparametros de Treinamento Otimos . . . . . ... .. 33
Ambiente de Desenvolvimento e Ferramentas . . . . .. ... ... ... 34
Resultados 6timos obtidos para o modelo de regressdo linear . . . . . . . 36
Resultados dos Experimentos de Predicdo com o Modelo LSTM. . . . . . 40



1

Sumario

Introduc@o . . . . . . . . . . e e e e e e e e e e e e e e e e 14
1.1 Objetivos . . . . . . . o e 15
1.1.1 Objetivos Especificos . . . . ... ... .. . . o 15
1.2 EstruturadoDocumento . .. ...... .. ... .. ... ..., 15
Referencial Tedrico . . . . . . . . . . . .. . i i i i e 17
2.1 SSL(Small Size League) . . . . . . . . . o it 17
2.1.1 Dimenséesdo Campo . . . . . . . . .. 17
2.1.2 Sistema de Visdo e Identificacio dosRobds . . . . . .. ... .. .. 18
2.1.3 GameController . . . . . . . . .. ... 18
2.14 EstadosdoJogoeRegras . .. ... .................. 19
2.1.5 ResumodasRegras . .. ......... ... ... ... ... . 20
2.2 Aprendizadode Maquina . . . . ... .. ... 20
2.2.1 Aprendizado de Maquina e Aprendizado Profundo . . . . . . . . .. 20
2.2.2 RegressdoLinear . . . . . . . . . ... 21
2.2.3 Redes Neurais Artificiais . . . . ... ... ... ... ........ 22
2.2.4 LSTM (Long Short Term Memory) . . . . . . . . . ... 23
2.3 Meétricas de Avaliacdo de Desempenho . . . . . . ... ... ... ... ... 23
2.3.1 ErroMédio Absoluto . . ... ... ... o 24
2.3.2 ErroQuadraticoMédio . .. .. ... ... ... .. . o 24
2.3.3 Raiz do Erro QuadraticoMédio . . . . .. .. ... .. ... .. ... 24
234 ErroEuclidianoMédio . . . ... ... .. ... . ... ... 24
24 Interpolacdo Linear . . . . .. .. . . . . ... ... 24
2.5 CinemdticaDiscreta . . . . . . ... ... ... e 25
MateriaiseMétodos . . . . . . . . . . . . . L L e e e 26
3.1 Aquisicdoe ConversdodosDados . . . . . .. ... ... ... ... ... 27
3.2 Caracterizacdo e SelecdodosDados . . . . . ... ... ... .. ....... 27
3.3 Pré-processamento e Engenharia de Atributos. . . . . .. ... ... .. .. 28
3.3.1 Tratamento e LimpezadosDados . ... ... ... ......... 28
3.3.2 Engenharia de Atributos e Normalizagdo . . ... ... ... .... 28
3.3.3 Formulacdo do Problema e Janelamento . . . . . .. ... ... ... 29
3.4 Definicdo e Treinamento dos Modelos . . . . . .. ... ... ... ..... 30
3.4.1 Definicdo da Arquitetura e Treinamento da Regressdo Linear . . . . 30
3.4.2 Cenarios de Teste para a Regressdo Linear . . . . ... ... ..... 31

3.4.3 Definicdo da Arquitetura e Treinamentoda LSTM . . . .. ... .. 32



344 Cenariosde TesteparaaLSTM . . . . .. ... ... ... ...... 32

3.4.5 BEstratégiade Validacdo . .. ... ... ... ... ... ... 33

3.5 Métricasde Avaliacdo . . . . . . . . . . ... e 33
3.51 Meétricasde Precis@o . . . . . ... ... oo 34

3.52 AvaliagdodosModelos . . .. ... ... ... ... 34

3.6 Ambiente Computacional . . . . ... ... ... Lo oo 34

4 Resultados . .. .. .. ... . e e e e e 35
4.1 Modelode RegressdoLinear. . . . . . ... ... ... ... ... ... 35
42 Modelo LSTM . . . . . . . 40
4.3 ComparagdoEntre Modelos . . . . . .. ... ... ... ... ... ... 42

B Conclusdes . . . . . . . . i i i i it e e e e e e e e e e e e e e 45

ReferEncias . . . . . v i v it e e e e e e e e e e e e e e e e e e e e e e e e e e e 47



14

1 Introducao

Criada em 1997, a RoboCup é uma das principais competicdes internacionais de ro-
botica e inteligéncia artificial, cujo objetivo € promover o avan¢o da pesquisa em sistemas
autdonomos por meio de desafios cooperativos e competitivos. Inspirada no futebol, a ini-
ciativa busca fomentar o desenvolvimento de técnicas em roboética e inteligéncia artificial
(Federation, 2025).

O surgimento da RoboCup esté4 diretamente associado a um periodo de grandes avancos
na 4rea de inteligéncia artificial e robotica. A década de 1990 marcou conquistas emblema-
ticas, como a vitoria do sistema Deep Blue sobre o campedo mundial de xadrez e o pouso
bem-sucedido da missdo Mars Pathfinder, que demonstraram o potencial de sistemas inteli-
gentes autdbnomos para resolucao de problemas complexos.

A ideia de utilizar o futebol como ambiente de pesquisa foi inicialmente discutida por
Alan Mackworth (Mackworth, 1993) no inicio da década de 1990 e, de forma independente,
por grupos de pesquisadores japoneses que buscavam desafios capazes de estimular avancos
significativos em inteligéncia artificial. Esses esfor¢os culminaram na criacdo da iniciativa
internacional conhecida como Robot World Cup Initiative, posteriormente denominada
RoboCup, reunindo pesquisadores de diferentes paises e dreas do conhecimento.

Desde sua primeira edicdo oficial, realizada em 1997, a RoboCup tem se consolidado
como um importante laboratério experimental para validagdo de técnicas de inteligéncia
artificial, robotica e sistemas distribuidos. A competicdo é organizada em diferentes ligas,
cada uma voltada a aspectos especificos da robotica, como visdo computacional, coordenacdo
multiagente, aprendizado de méaquina e hardware embarcado. Entre essas ligas, destaca-
se a Small Size League (SSL), nesta liga participam equipes formadas por estudantes e
pesquisadores de diversas universidades ao redor do mundo que desenvolvem sistemas
robdticos capazes de competir em partidas de futebol autbnomo, nas quais os robos devem
perceber o ambiente, planejar acdes e reagir de forma coordenada aos movimentos dos
adversarios. Esse ambiente impd6e desafios técnicos significativos, exigindo solucgdes robustas
de visdo computacional, comunicacdo em rede, controle preditivo e tomada de decisdo em
tempo real (Kitano et al., 1997).

Diante desse contexto, a capacidade de antecipar o movimento dos robds e de objetos
durante as partidas de futebol é determinante para o sucesso estratégico dessas equipes,
permitindo ao sistema prever situacoes criticas, interceptar passes, otimizar posicionamentos
e ajustar taticas defensivas ou ofensivas de forma adaptativa. Assim, a previsdo de trajetorias
torna-se um componente central dos sistemas de tomada de decisdo em tempo real na SSL.

Historicamente, a estimacdo e a predicdo do estado de sistemas roboéticos tém sido
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abordadas por meio de métodos probabilisticos baseados em modelos dindmicos, com des-
taque para o filtro de Kalman e suas extensdes. Esses métodos sao amplamente utilizados
para a filtragem de ruido e a estimacdo de estados, desde que o modelo dindmico do sistema
e as caracteristicas estatisticas do ruido sejam conhecidos. No contexto da SSL, isto ndo é
completamente valido, visto que o modelo da equipe adversaria ndo € conhecido a priori.

Nos ultimos anos, o avanco do Aprendizado de Maquina tem impulsionado o desenvol-
vimento de abordagens baseadas em dados para a modelagem de dindmicas complexas e
nao-lineares (LeCun; Bengio; Hinton, 2015). Arquiteturas como as Redes Neurais Recorren-
tes (RNNs) e, em particular, as redes com memoria de curto e longo prazo (LSTMs, do inglés
Long Short-Term Memory) (Hochreiter; Schmidhuber, 1997) tém se mostrado eficazes na
captura de dependéncias temporais em sequéncias espaciais e temporais, sendo amplamente
aplicadas a previsdo de séries temporais.

1.1 Objetivos

O objetivo principal deste trabalho € investigar a viabilidade do uso de modelos de
aprendizado de maquina para a previsdo de trajetorias da bola e de agentes robdticos em
partidas da SSL, considerando as restricdes dinamicas, temporais e computacionais impostas
pelo ambiente competitivo.

1.1.1 Objetivos Especificos

« Andlise dos dados: Caracterizar e pré-processar conjuntos de dados de partidas reais
da SSL, aplicando técnicas de filtragem e engenharia de caracteristicas.

» Desenvolvimento do modelo: Implementar e treinar preditores via Regressdo Linear
e LSTM para a previsdo de trajetorias de agentes.

« Avaliacdo de desempenho: Quantificar a precisio preditiva dos modelos desenvolvi-
dos a partir do erro de trajetoria.

« Analise de aplicabilidade: Avaliar a viabilidade de implementacdo dos modelos em
cendrios reais de competicao, considerando os aspectos computacionais de laténcia e a
robustez.

1.2 Estrutura do Documento

Este documento estd organizado da seguinte forma:

« Capitulo 2: Apresenta o referencial tedrico sobre modelos de previsdo de trajetorias,

tais como modelos de regressdo linear e redes neurais recorrentes.
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« Capitulo 3: Descreve a metodologia experimental, incluindo a caracterizacao dos
dados de entrada, seu pré-processamento e as arquiteturas dos modelos.

« Capitulo 4: Apresenta a anélise comparativa de resultados entre os modelos de Re-
gressdo Linear e LSTM, quantificando o desempenho e a laténcia computacional.

« Capitulo 5: Conclui o trabalho com discussio dos resultados e propostas para trabalhos

futuros.
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2 Referencial Teorico

2.1 SSL (Small Size League)

A Small Size League (SSL) ¢ uma das categorias da RoboCup, uma competi¢cdo interna-
cional que visa promover avang¢os em robotica e inteligéncia artificial através de desafios
praticos e competitivos (Kitano et al., 1997). Na SSL, dois times, compostos por até 6 ou
11 robds autdbnomos, competem em partidas que simulam jogos de futebol. A principal
caracteristica dessa categoria € a autonomia dos robds, que sdo controlados remotamente
por um computador central, responsavel por processar informagdes do ambiente e enviar
comandos para a execucdo de estratégias predeterminadas (Zickler et al., 2009).

O ambiente de jogo ¢ monitorado por um sistema de cameras posicionadas acima
do campo, que capturam imagens em tempo real. Essas imagens sdo processadas por um
sistema de visdo computacional unificado, que identifica a posi¢cao dos robos, da bola e
de outros elementos relevantes. Com base nessas informacdes, o sistema central calcula
as acoes ideais para cada robd, permitindo que eles se movimentem e interajam de forma
auténoma no campo (Rocha; Dias; Campos, 2012).

Os robos utilizados na competicdo SSL sdo equipados com rodas omnidirecionais,
permitindo-os realizarem movimentos em qualquer dire¢do sem a necessidade de reorienta-
cdo (Romero et al., 2014). O controle do movimento ¢ feito ajustando as velocidades de cada
roda, o que possibilita alterar a velocidade linear, angular e a orientacdo do rob6é no campo.

A competicdo destaca-se pelo uso de tecnologias avangadas em robdtica, sistemas
embarcados e visdo computacional, proporcionando um ambiente propicio para o desenvol-
vimento e aplicacdo de técnicas de controle e inteligéncia artificial (Stone; Veloso, 2000).

2.1.1 Dimensoes do Campo

O campo utilizado na Divis@o B da SSL possui dimensdes padronizadas de 10,4 m de
comprimento por 7,4 m de largura, com uma area de jogo efetiva de 9 x 6 m?2. As marcacdes
do campo, como as linhas de fundo, laterais, areas do gol e circulo central, seguem padrdes
definidos pela organizacdo da competicdo. Pequenas variacoes nas dimensdes lineares (até
+10%) sdo permitidas para acomodar diferentes tipos de arena (Federation, 2023).

A Figura 2.1 ilustra as dimensdes e marcacdes do campo da Divisdo B, conforme
estabelecido pelas regras oficiais da RoboCup (Federation, 2023).
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Figura 2.1 —- Dimensdes do campo da divisdo B da SSL, em mm.
Fonte: (Federation, 2023)

2.1.2 Sistema de Visdo e Identificacdo dos Robos

O sistema de visdo SSL-Vision utilizado na SSL € unificado e padronizado para todas
as equipes, garantindo compatibilidade e justica competitiva (Zickler et al., 2009). Esse
sistema € composto por cAmeras de alta resolucio posicionadas acima do campo, capturando
imagens em tempo real. As imagens sao processadas por algoritmos de visdo computacional
para identificar a posicdo dos robds, da bola e de outros elementos relevantes.

Cada robo6 € equipado com marcadores visuais padronizados que permitem sua identifi-
cacdo unica durante as partidas. Esses marcadores consistem em padroes de cores especificos
(Figura 2.2). A diferenciacdo entre equipes € feita pela cor central do marcador, que pode ser
azul ou amarela. As equipes devem concordar previamente sobre a escolha das cores, ndo
permitindo que ambos os times utilizem a mesma cor central (Federation, 2023).

2.1.3 Game Controller

O Game Controller da SSL € um sistema automatizado que atua como arbitro central,
gerenciando o fluxo do jogo e garantindo conformidade com as regras. Ele controla estados
do jogo (e.g., kickoff, penalty), inicia e pausa partidas, define o placar e aplica penalidades
por infracoes (e.g., invasio de 4rea), comunicando-se com as equipes via protocolo de rede
UDP. Sua funcdo € padronizar a execugdo da partida, substituindo a interven¢do humana e
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Figura 2.2 — Marcadores visuais dos robds.
Fonte: (Federation, 2023)

permitindo que os robds operem de forma totalmente autdbnoma.

Integrado ao sistema SSL-Vision, que rastreia posicoes de robos e bola, o Game Controller
fornece dados em tempo real para as equipes, que devem interpretar seus comandos para
ajustar estratégias dindmicas. Essa integracao € essencial para manter a justica e a sincronia
em ambientes competitivos, onde a velocidade e a precisdo das decisdes tomadas sdo criticas.

2.1.4 Estados do Jogo e Regras

Os estados do jogo sao controlados pelo Game Controller e indicam as fases operacionais

da partida. Abaixo estdo os principais estados do jogo:

Estado Descricao
Halt Jogo parado (inicio ou apds infragdes graves).
Stop Jogo pausado (ex.: bola saiu do campo).
Running Jogo em andamento, com robos operando livremente.
Kickoff Reinicio no centro do campo apo6s gol ou inicio de periodo.
Free Kick Cobranca de falta (defensores a 0,5 m da bola).

Penalty Kick Cobranca de pénalti (apenas cobrador e goleiro na area).
Timeout Pausa solicitada por uma equipe (limitado a 2 por partida).

Tabela 2.1 - Estados do jogo da SSL RoboCup.
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2.1.5 Resumo das Regras

Cada equipe pode ter até 6 robos, obedecendo as dimensdes maximas de 22 cm de
altura e 18 cm. A Figura 2.3 mostra um exemplo de uma categoria de entrada, a SSL-EL da
Robocup Brasil desenvolvido pela Equipe de Robética Titans, da Universidade de Brasilia.

Figura 2.3 - Rob0 da liga SSL-EL desenvolvido pela Titans - UnB

Fonte: Autor

A bola deve permanecer em movimento continuo, e tocar robds parados resulta em
falta. Um gol ¢é validado apenas quando a bola ultrapassa completamente a linha do gol,
incluindo situacdes de chutes diretos ou deflexdes. As infracées sdo categorizadas como
colisdes violentas, punidas com cartdo amarelo ou vermelho, toque manual, que paralisa o
jogo imediatamente, ou posicionamento ilegal, com remocao temporaria do rob6. A partida
¢ dividida em dois periodos de 6 minutos, com intervalo de 3 minutos, e substituicdes sdo
permitidas apenas durante os estados Stop ou Halt, realizadas fora da 4rea técnica para evitar
interferéncia no jogo.

2.2 Aprendizado de Maquina

2.2.1 Aprendizado de Maquina e Aprendizado Profundo

O Aprendizado de Maquina (ML, do inglés Machine Learning) ¢ um subcampo da inte-
ligéncia artificial que busca desenvolver algoritmos capazes de aprender padrdes a partir de
dados (Goodfellow; Bengio; Courville, 2016). Dentro desse campo, o Aprendizado Profundo

se destaca por utilizar redes neurais com multiplas camadas para aprender representacoes
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hierarquicas e abstratas dos dados, sendo especialmente eficaz em tarefas complexas, como

reconhecimento de padrdes e previsdo de comportamentos (LeCun; Bengio; Hinton, 2015).

2.2.2 Regressdo Linear

A regressdo linear ¢ uma das formas cléassicas de algoritmos de aprendizado de maquina
supervisionado. O objetivo da regressao linear ¢ construir um sistema linear capaz de receber
um vetor de caracteristicas x € R™! como entrada e predizer o valor de um escalar y € R
como saidal. Seja y o valor que o modelo prediz, a equacdo fundamental é dada por:

J=w'x (2.1)

onde w € R™! ¢ o vetor de parAmetros ou pesos. Os pesos controlam o comportamento do
sistema; cada elemento w; representa o coeficiente que multiplica a caracteristica x;. O sinal
e a magnitude de w; determinam, respectivamente, o sentido e a intensidade da influéncia
de x; sobre y (Goodfellow; Bengio; Courville, 2016).

E comum estender este modelo com a adicdo de um termo de intercepto, ou viés, b.

Com isso, o modelo se torna:

P=w'x+b (2.2)

Nesta configuracdo, 0 mapeamento das caracteristicas para as predi¢des ¢ uma fun¢do afim
(Goodfellow; Bengio; Courville, 2016)

O processo de treinamento da regressdo linear consiste em determinar os valores
otimos de w (e b, se aplicavel) que minimizam o erro nos dados de treino. A medida de
desempenho tipicamente utilizada é o Erro Quadratico Médio (MSE, do inglés mean square
error) (Goodfellow; Bengio; Courville, 2016).

As solugdes analiticas que minimizam o MSE sio conhecidas como Equagdes Normais
(Hastie; Tibshirani; Friedman, 2009). Para a matriz de design X(.in) contendo as entradas
de treinamento (uma por linha) e 0 vetor yirain) das saidas, a solu¢do em forma fechada para
o vetor de pesos € dada por:

-1
T T
W= (X(train)X(train)) X(train)y(train) (2.3)

Esta solucdo exata para w € utilizada para avaliar a predi¢do  no conjunto de teste.

1 Neste trabalho, vetores sdo representados em negrito, como x e w, enquanto quantidades escalares, como §

e b, sdo representadas em letra normal.
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2.2.3 Redes Neurais Artificiais

Redes Neurais Artificiais (RNAs) sdo modelos computacionais inspirados no funcio-
namento do cérebro humano, compostos por neurdnios interconectados organizados em
camadas (Haykin, 2007). Cada neuronio recebe entradas, processa-as por meio de uma fun-
cdo de ativacdo e gera uma saida que € propagada para neur6nios subsequentes. A estrutura
basica de um RNA inclui:

Camada de Entrada: Responsavel por receber os dados brutos do problema. Cada neur6-
nio nesta camada representa uma variavel de entrada do modelo, denotada por Xx;,
onde i = 1,2,...,n. A quantidade de neurdnios nesta camada ¢ determinada pela
dimensionalidade dos dados de entrada.

Camadas Ocultas: Realizam transformacdes ndo-lineares nos dados, extraindo caracte-
risticas relevantes. Cada neurdnio recebe um conjunto de entradas ponderadas pelos
pesos sindpticos w;; e aplica uma funcéo de ativa¢do para gerar uma saida. O numero de
camadas ocultas e a quantidade de neur6énios em cada uma influenciam a capacidade
de aprendizado da rede.

Camada de Saida: Produz a predicdo final do modelo. A quantidade de neur6nios nesta
camada depende do tipo de problema: para classificacdo bindria, geralmente ha um
unico neurdnio com funcao de ativacdo sigmoide; para classificacdo multiclasse, utiliza-
se a fun¢do softmax com tantos neurdnios quantas categorias; para problemas de
regressdo, a saida pode ser um unico valor real sem ativacdo ou com uma ativacao
linear.

A escolha da funcdo de ativacdo € crucial para o desempenho da rede. Fungdes como
Rectified Linear Unit (ReLU) e sigmoide sdo comumente utilizadas para introduzir nao-
linearidades e permitir que a rede aprenda padrdes complexos (Goodfellow; Bengio; Cour-
ville, 2016). A Figura 2.4 ilustra a estrutura basica de um neurodnio artificial.

Funcao de
Ativacdo
Saida

B ()

Figura 2.4 — Representacdo esquematica de um neuronio artificial. Os sinais de entrada (x, ..., x,)
sdo ponderados pelos pesos sindpticos (wy, ..., wy) e agregados na funcio de soma (X).
O resultado é submetido a uma funcéio de ativacdo (¢(i)), gerando a resposta de saida

).
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2.2.4 LSTM (Long Short Term Memory)

As Redes Neurais Recorrentes (RNNs) sdo arquiteturas projetadas para processar dados
sequenciais, que no entanto enfrentam limitacdes como o desaparecimento do gradiente, que
restringe o aprendizado de dependéncias de longo prazo (Hochreiter, 1998). Para contornar
esse problema, as redes LSTM foram desenvolvidas com uma estrutura interna composta
por células de memoria (cell state) e um conjunto de portas légicas (esquecimento, entrada e
saida). Esses mecanismos regulam o fluxo de informagoes, permitindo que a rede decida
seletivamente quais dados devem ser preservados ou descartados ao longo do tempo, garan-
tindo a estabilidade do gradiente durante o treinamento. A Figura 2.5 mostra um exemplo
de arquitetura desse tipo.

Yt

input

Tt

recurrent
output

LSTM memory blocks

Figura 2.5 — Representacio da arquitetura interna de um bloco LSTM. O diagrama ilustra a interacao
entre a entrada (x;), o estado recorrente (r;) e os portdes de controle (i, f;,0;) que
modulam o estado da célula (c;) para preservar dependéncias temporais.

Fonte: (Sak; Senior; Beaufays, 2014)

2.3 Meétricas de Avaliacao de Desempenho

A avaliacdo é feita para verificar a precisdo dos modelos de predi¢do. No contexto de pre-
visdo de trajetorias, as métricas mensuram a discrepancia entre os valores de posicionamento
previstos e os reais.

Para as definicoes a seguir, considera-se:

« n: numero total de observacdes na janela de teste;
« y;: valor real da variavel no instante i;

« ¥;: valor previsto pelo modelo no mesmo instante.
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2.3.1 Erro Médio Absoluto

O Erro Médio Absoluto (MAE, do inglés Mean Absolute Error) quantifica a média das

diferencas absolutas entre as previsoes e os valores reais (Equacio 2.4).
1 n
MAE=— > [y - i (2.4)
i=1
2.3.2 Erro Quadratico Médio

O Erro Quadratico Médio (MSE, do inglés Mean Squared Error) avalia a média dos
quadrados das diferencas (Equacio 2.5). O MSE ¢ frequentemente utilizado como funcéo de
custo no treinamento de redes neurais devido as suas propriedades favoraveis de diferencia-

bilidade para otimizag¢do via gradiente.
1 n
MSE=- 3 (3i-5)’ (2:5)
i=1

2.3.3 Raiz do Erro Quadratico Médio

A Raiz do Erro Quadratico Médio (RMSE, do inglés Root Mean Squared Error) corres-
ponde a raiz quadrada do MSE (Equacao 2.6)

RMSE = J . ;m 52 2.6)

2.3.4 Erro Euclidiano Médio

O Erro Euclidiano médio E.,. mede a distancia linear direta média no espaco 2D entre
a posicao real (x;,y;) e a posicao prevista (X;, y;), combinando os erros de ambos os eixos
(Equacio 2.7).

1< - -
Bewe = — ) V(i = )2+ (31 = 31)? (27)
i=1

2.4 Interpolacao Linear

Em séries temporais provenientes de sistemas de rastreamento, como os sistemas de
visdo da SSL, a presenca de dados ausentes € frequente. Essas auséncias podem ocorrer
devido a oclusdes temporarias, falhas no processo de detec¢do ou ruidos inerentes ao sistema
de aquisiclo. A inexisténcia de amostras continuas pode comprometer etapas posteriores de

processamento, como estimacdo de estado, filtragem ou anélise dindmica do movimento.
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A interpolacdo linear é uma técnica simples e amplamente utilizada para estimar
valores ausentes em séries temporais. O método assume que a variacdo do sinal entre dois
instantes consecutivos ¢ aproximadamente linear. Assim, um valor desconhecido y(t) é
estimado a partir de dois pontos validos adjacentes, P; = (t1,y1) e P, = (2, )»), considerando-

se que o ponto interpolado pertence a reta que conecta esses dois pontos.

Matematicamente, o valor interpolado ¢ obtido por meio da seguinte Equacao:

(2.8)

t—t
yO)=y1+2-n) . :

hh—1h
Esse procedimento ¢ equivalente a interpolacao linear classica, também utilizada em
métodos numéricos para aproximacao de funcdes, como no método da falsa posicao, cuja
deducio pode ser encontrada em (Chapra; Canale, 2016).

2.5 Cinematica Discreta

Em sistemas dindmicos continuos, a velocidade e a aceleracdo sdo definidas como a
primeira e a segunda derivada temporal da posicdo. Entretanto, em séries temporais discretas,
nas quais as observagoes sdo obtidas em instantes igualmente espacados, essas derivadas
sdo aproximadas por operadores de diferencas finitas.

Seja x[n] a posicdo no instante discreto n. A derivada continua de primeira ordem ¢
aproximada pela diferenca finita progressiva:

d_x zx[n]—x[n—l] (2.9)
dt t=nAt ’

At
o que define a velocidade discreta ao longo do eixo x:

oy [n] ~ 1M _Axt[" —1 (2.10)

De forma andloga, a aceleracio corresponde a segunda derivada temporal e, em sua

forma discreta, pode ser aproximada pela diferenca finita de segunda ordem:

d>x _x[n] -2x[n-1] +x[n-2]

- ~ , (2.11)
de? t=nAt (At)Z

Uma forma equivalente de expressar a aceleracio € por meio da derivada discreta da
velocidade:

ay[n] = vy[n] —vy[n -1]. (2.12)



3

26

Materiais e Métodos

A metodologia adotada neste trabalho! (Figura 3.1) para o desenvolvimento dos mode-

los de previsdo de trajetoria foi organizada em cinco etapas:

1.

Aquisicao e Conversao dos Dados: A primeira etapa consistiu na obtencdo dos
arquivos de registros oficiais da RoboCup SSL e na sua conversao do formato original
Protocol Buffers (ProtoBuf) (Currier, 2022) para o formato CSV, a fim de facilitar a

manipulacio e a andlise subsequente.

. Caracterizacao e Selecao dos Dados: Com os dados em formato tabular, foi realizada

uma analise exploratdria para caracterizar cada partida, avaliando métricas como
taxa de amostragem e volume de dados ausentes. Com base nessa andlise, uma tinica
partida foi selecionada como conjunto de dados base para o desenvolvimento inicial
dos modelos.

Pré-processamento, Engenharia de Atributos e Janelamento: A partida selecio-
nada passou por um pré-processamento, que incluiu o tratamento de valores ausentes
por meio de interpolacdo linear e a escolha de atributos de entradas (features). Em
seguida, os dados foram estruturados em sequéncias temporais para a entrada dos
modelos LSTM e regressdo linear.

Definicao e Treinamento dos Modelos: Nesta fase, foram definidas e treinadas
duas arquiteturas distintas: a Regressdo Linear e a rede neural LSTM. Ambos os mode-
los foram treinados com o conjunto de dados de treino, utilizando as configuracdes
especificas para cada arquitetura.

Avaliacido dos Modelos: Por fim, o desempenho dos modelos treinados foi avaliado
utilizando o conjunto de dados de teste. As principais métricas de avaliacao foram
o Erro Euclidiano, Erro Médio Absoluto, Erro Quadratico Médio e Erro Euclidiano
Médio.

- Oy Pré- i S
Aquisicao Caracterizacio re I e Gl Avaliacao
processamento Modelos

Figura 3.1 — Fluxo do processo metodoldgico proposto. O diagrama apresenta, de forma sequencial,

as etapas de aquisicao dos dados, caracterizacio, pré-processamento, treinamento dos
modelos e avaliacdo dos resultados.

1

O repositorio online com os cédigos desenvolvidos neste trabalho encontra-se disponivel em https://github.

com/luizros/trajectory-prediction.
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3.1 Aquisicao e Conversao dos Dados

A etapa inicial do trabalho consistiu na aquisicdo dos dados brutos, que sdo a base para
o treinamento do modelo preditivo. Os dados foram obtidos do repositério publico oficial da
SSL, com registros de partidas da competicio de 2024 (RoboCup SSL Committee, 2024).

Na SSL, todas as equipes utilizam um sistema de visao centralizado e compartilhado,
cujo software padrdo é o SSL-Vision (RoboCup SSL Community, 2024). Este sistema é
responsavel por capturar imagens do campo através de cameras suspensas e fornecer os
dados de localizacdo de todos os robds e da bola para as equipes via Ethernet. Conforme
estipulado nas regras da competicdo, os dados sensoriais do mundo real estdo sujeitos a
imperfeicoes, como ruido, laténcia e, crucialmente, falhas ocasionais de deteccdo. Essa
caracteristica inerente ao sistema ¢ a principal causa dos valores ausentes encontrados nos
registros, um desafio que serd abordado na secio de pré-processamento.

Os registros sdo armazenados originalmente no formato ProtoBuf, um mecanismo de
serializacdo de dados binarios otimizado para comunicacio de alta performance. Para a
finalidade de andlise de dados e treinamento de modelos de ML, foi desenvolvido um script
em Python para realizar a conversdo. O processo envolveu a interpretacdo dos arquivos
de registro, a extracdo dos dados relevantes de cada quadro (frame), como os instantes de
captura e as coordenadas (x, y) dos objetos, e, por fim, a sua organizagio e armazenamento

em arquivos no formato Comma-Separated Values (CSV).

3.2 Caracterizacao e Selecao dos Dados

O conjunto de dados utilizado neste trabalho consiste em 11 arquivos de registros,
provenientes de partidas oficiais da SSL. Os dados foram obtidos do repositério publico da
competicdo, que disponibiliza os registros para fins de pesquisa (RoboCup SSL Commiittee,
2024). Cada arquivo registra as posicoes e orientacoes dos robos e posi¢oes da bola ao longo do
tempo, codificadas em formato ProtoBuf. Para compreender as caracteristicas fundamentais
e a qualidade dos dados brutos, foi realizada uma anélise exploratdria inicial. As métricas
avaliadas foram a taxa de amostragem, que indica a frequéncia de captura dos dados, e a
integridade dos dados, medida pela quantidade de valores ausentes.

A andlise revelou dois pontos importantes. A taxa de amostragem apresenta uma média
de 70 Hz. Essa consisténcia valida a uniformidade do processo de captura de dados. Em
segundo, observa-se que todos os arquivos de registros contém um volume significativo
de dados ausentes, comum em sistemas de visdo computacional em tempo real devido a
oclusoes ou falhas de deteccio.

Com base nesta andlise, a partida selecionada para os estudos foi a que apresentou o
menor numero total de células faltantes: 227.813, representando o cenério de dados mais
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limpo disponivel entre os analisados. As etapas subsequentes de pré-processamento, como a

interpolacdo de dados, serdo desenvolvidas e validadas utilizando este arquivo como base.

3.3 Pré-processamento e Engenharia de Atributos

Apos a selecdo da partida, o conjunto de dados brutos passou por um processo de
preparacdo composto por duas fases principais: tratamento e limpeza dos dados e engenharia
de caracteristicas.

3.3.1 Tratamento e Limpeza dos Dados

Os registros brutos apresentam ruidos de medi¢do e redundancias. As etapas a seguir
descrevem as técnicas aplicadas para garantir a continuidade e suavidade das trajetorias.

3.3.1.1 Filtragem e Selecdo de Variaveis

O arquivo original contém metadados irrelevantes para a predi¢do cinética (e.g., geome-
tria do campo). Foi realizada uma filtragem para manter apenas o estado essencial: (x, y, t)
para os robos e (x, y, t) para a bola.

3.3.1.2 Imputacio de Dados Ausentes

Falhas no sistema de visdo computacional ocasionam perda de deteccdo em alguns
frames. A remocdo dessas linhas quebraria a continuidade temporal necessaria para a LSTM.
Para corrigir isso, utilizou-se a interpolagdo linear. Dado um valor ausente em ¢, delimitado
por deteccdes validas em t —k; e t+k,, o valor P; foi estimado assumindo velocidade constante
nesse micro-intervalo.

3.3.2 Engenharia de Atributos e Normalizacao

Apenas as coordenadas posicionais (x, y) sdo insuficientes para capturar a inércia e
a intencdo de movimento. Nesta etapa, o vetor de dados foi expandido com propriedades
cinemadticas e normalizado.

Para introduzir conceitos fisicos explicitamente no modelo, foram calculadas as deriva-

das temporais via diferencas finitas sobre os dados suavizados:
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el = XD (3.1)

s = \JUz (1) + v3(2) (3.2)

ARPRLAURT ) 53)

a = 4jaz(t) +ay(t) (3.4)

Assumindo At = 1 (passo de frame unitario), obteve-se a velocidade e a aceleracdo decom-

postas, permitindo aos modelos detectarem tendéncias de frenagem ou arranque.

Com base nas variaveis calculadas, construiu-se o vetor de caracteristicas que representa
o estado do jogo em cada instante ¢. O modelo recebe simultaneamente os dados da bola e
de trés robos (rby »), conforme detalhado na Tabela 3.1.

Tabela 3.1 - Composicdo do Vetor de Caracteristicas

Agente Variaveis Fisicas Dimensao
Bola X,Y,Ux, Uy, a 5
Robds Adversarios (x3) X, Y, Uy, Uy, s, a 3x6=18

Total de Features (D;,) 23

Para facilitar a convergéncia do gradiente descendente, todos os atributos foram escalo-
nados para o intervalo [0, 1] utilizando o método Min-Max, com paradmetros (Xmin, Xmax)

ajustados estritamente sobre o conjunto de treino para evitar vazamento de dados.

3.3.3 Formulacao do Problema e Janelamento

O problema foi modelado como uma tarefa de aprendizado supervisionado em séries
temporais. Nessa abordagem, mapeou-se uma sequéncia historica de observagdes N em
uma trajetoria futura K por meio da estratégia de janelas deslizantes (sliding window) para
estruturar os tensores de entrada e saida:

« Tensor de Entrada (X): Uma matriz de dimensdo (N X D;,), onde N é o tamanho do
historico e D;, ¢ o numero de atributos definidos na Figura 3.3.2.

« Tensor de Saida (Y): Uma matriz (K X 2), representando as coordenadas (x, y) para
os proximos K passos (horizonte de previsao).

A Figura 3.2 ilustra o processo de fatiamento da série temporal, onde o alvo Y é a
continuacio imediata da janela X. Ou seja, o modelo atual é treinado e aplicado diretamente
durante a duracdo da mesma partida, permitindo-o aprender padrdes de comportamento
dos robos adversarios.

O procedimento de janelamento percorre a série temporal para gerar as estruturas
de entrada e saida. Sendo X a matriz de entrada e Y a matriz de valores-alvo, o algoritmo
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Instante Atual (t)
N Passos Passados ! K Passos Futuros
Historico (X) Previsao (Y)

t— N atét t+latét+K

> Tempo ()

Figura 3.2 — Representacdo esquematica do janelamento de uma série temporal no instante atual (¢)
para a previsdo multi-passo. O processo utiliza uma Janela Historica (X), composta pelos
N Passos Passados (de t — N a t), como entrada para o modelo. Esta entrada € usada
para gerar a Janela de Previsdo (Y), que abrange os K Passos Futuros (det +1at + K),
definindo o horizonte de previsio.

utiliza uma janela deslizante de tamanho N e um horizonte de predicao h. Para cada passo
temporal ¢, seleciona-se uma sequéncia W; c X correspondente ao intervalo [t — N, t). Esta
sequéncia é armazenada em X preservando sua dimensionalidade temporal. O valor-alvo y;
¢ extraido de Y no indice deslocado pelo horizonte h (posi¢do t + h), sendo adicionado ao
conjunto Y. O Algoritmo 3.1 descreve a formacao dos pares supervisionados.

Algoritmo 3.1 - Geracao de sequéncias temporais

Dados: Entrada X (comprimento T'), Alvos Y, Janela N, Horizonte h
Resultado: Conjuntos supervisionados (X,Y)
1 X0
2 Y« 0
3 parat «— N atéT — h faca
4 W; «— X[t—N :t]
5 Yavo < Y[t +h]
6 | X e—XU{W)
7 Y — YU {yawo}
s fim
9 retorna (X,))

3.4 Definicao e Treinamento dos Modelos

3.4.1 Definicdo da Arquitetura e Treinamento da Regressdo Linear

O primeiro modelo avaliado consistiu em uma abordagem de aprendizado estatistico
baseada em regressdo. Para cada instante de tempo ¢ dentro da janela de histérico, o vetor de
caracteristicas foi composto pelas coordenadas cartesianas da bola e dos robds presentes em
campo. Conforme detalhado na Tabela 3.2, o modelo recebeu simultaneamente a posi¢do da
bola, de trés robds do time azul (rbg,rb,,rb,) e de trés robos do time amarelo (ryo,ry1,ry2),
totalizando 14 varidveis por quadro.

Antes da linearizacdo, todos os atributos posicionais foram escalonados para o intervalo
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Tabela 3.2 - Composi¢do do Vetor de Caracteristicas por Instante ()

Agentes Variaveis (x,y) Qtd. Features
Bola ball_x,ball_y 2
Robos Time Azul (0, 1, 2) rb_x,rb_y 6
Robos Time Amarelo (0, 1,2) ry_x,ry_y 6
Total de Features por Frame (F) 14

[0,1], de modo a garantir que a penalidade de regularizacdo atue uniformemente sobre
todos os pesos, evitando que a escala numérica das coordenadas em milimetros enviese a
otimizacao.

Para adequar os dados, realizou-se um processo de linearizacdo da janela temporal.
Dado uma janela de histérico de tamanho p com F varidveis por instante, o vetor de entrada
Xi, foi construido pela concatenacdo sequencial dos ultimos p frames:

Xin = [fe-ps ft—p+1s - -+ ft-1] (3.5)

O Algoritmo 3.2 detalha o procedimento exato para a criacdo dos pares supervisionados
(X,Y), considerando a janela de historico p.
Algoritmo 3.2 - Geracdo de Janelas para Regressdo Linear

Dados: Sinal normalizado S € R7*¢, janela de predicdo p
Resultado: Conjuntos supervisionados (X,))

1 X—0;Y«0;

2 parat «— OatéT — p — 1faca

3 Wi« S[t:t+p]// Janela deslizante de entrada

4 x; « flatten(W;) // Achata para vetor 1D

5 Yt < S[t+ p]// Préximo estado futuro

// Armazena nos conjuntos finais

6 X — XU {x}

7 | Ye<=YU{pn}

s fim

A predicdo para o horizonte futuro h € dada pela combinagdo linear:

Ps1 = Wixi, +b (3.6)

onde W ¢ a matriz de pesos e b é o viés.

3.4.2 Cendérios de Teste para a Regressdo Linear

A avaliacdo foi conduzida através de uma busca em grade combinada com a valida-
cdo deslizante descrita acima. O objetivo foi identificar a sensibilidade do modelo a trés
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fatores criticos: o historico disponivel, a distancia temporal da predicao e a frequéncia de
re-treinamento.

Os experimentos cobriram as permutacdes dos seguintes hiperpardmetros:
Janela de Prediciao (p): {10,15,20,25, 30} amostras. Representa quantos instantes futuros
o modelo tenta prever simultaneamente.

Janela de Treinamento (Wip.in): {10, 15, 30, 60} segundos. Define o tamanho do histdrico
utilizado para ajustar o modelo.

Janela de Teste (Wiest): 1 segundo. Intervalo de tempo em que o modelo permanece fixo
antes de ser re-treinado.

A Tabela 3.3 resume a configuragdo da grade, totalizando 60 cendrios experimentais
distintos.

Tabela 3.3 - Grade de Hiperpardmetros para os Experimentos de Regressio

Parametro Simbolo Valores Testados

Janela de Predicao p {10, 15, 20, 25, 30} amostras
Janela de Treinamento  Wiygin {10, 15, 30, 60} segundos
Janela de Teste Wiest {1} segundo

Total de Configuracdes 5x 4 x 1 =20 cendrios

3.4.3 Definicdo da Arquitetura e Treinamento da LSTM

O segundo modelo testado foi a LSTM, devido a sua capacidade de mitigar o problema
de entender sequéncias temporais. A topologia da rede foi mantida constante para permitir
a comparacao justa entre diferentes tamanhos de janela de entrada. O fluxo de dados através
do modelo € definido por:

1. Camada de Entrada: Recebe tensores de dimensao (N, D;,), onde N € o tamanho da
janela histérica variavel e D;,, = 23 € o numero de features.
2. Camada LSTM Oculta: Uma tnica camada recorrente composta por 50 unidades de

memoria. Utilizou-se a funcdo de ativaclo tangente hiperbdlica tanh para regular o
fluxo de informacdes entre os estados ocultos.

3. Camada de Saida (Densa): Uma camada totalmente conectada (Dense) com 2 neurd-
nios e ativacao linear, projetando o estado final da LSTM nas coordenadas preditas

(fct+1a j’t+1)-

3.4.4 Cenarios de Teste para a LSTM

Foram definidos 6 cendrios distintos de janelamento:

Curto Prazo: N € {5, 10, 15} frames (aprox. 0.07s a 0.21s). Focam na dindmica instantanea.
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Médio/Longo Prazo: N € {30,45,60} frames (aprox. 0.42s a 0.85s). Buscam capturar
trajetorias mais complexas e inércia.

Para todos os cendrios, utilizou-se um subconjunto de 50.000 frames da partida selecio-
nada, garantindo que os modelos fossem treinados e validados exatamente sobre os mesmos
trechos de jogo. A divisdo dos dados respeitou a propor¢ao de 70% para treinamento e 30%
para teste, sem embaralhamento. A Tabela 3.4 resume as configuracdes de treinamento.

Tabela 3.4 - Resumo dos Hiperpardmetros de Treinamento Otimos

Parametro Configuracao
Otimizador Adam
Funcéo de Perda (Loss) MSE
Métrica MAE

Batch Size 64 amostras
Epocas 100
Unidades LSTM 50

Janelas (N) testadas 5,10, 15, 30, 45, 60
Horizonte (h) 1 quadro

3.4.5 Estratégia de Validacao

Ao contrario da validagdo cruzada tradicional (k-fold), que embaralha as amostras, esta
metodologia preserva a ordem temporal dos dados, refletindo um cendrio real de operagdo
em que o modelo é periodicamente re-treinado. O processo depende dos tamanhos das
janelas de treino (Ty) e teste (Ts), além da janela de predicdo p utilizada na construcgio das
sequeéncias.

1. O modelo ¢ treinado exclusivamente no intervalo temporal [¢, ¢ + Ty] utilizando as

sequéncias construidas com uma janela de entrada de tamanho p;

2. A inferéncia é realizada no bloco imediatamente subsequente [t + Ty, t + Ty + Tg];
3. ApoOs essa etapa, a janela deslizante € avancada no tempo por Ty + Ts + p , repetindo-se

o ciclo até o final do registro da partida.

3.5 Meétricas de Avaliacao

Para quantificar a qualidade dos modelos propostos, adotou-se uma abordagem hibrida
que considera tanto a fidelidade da trajetoria prevista quanto a viabilidade de execucdo em
tempo real. Todas as métricas de erro posicional foram calculadas sobre os dados desnorma-

lizados, ou seja, representam distancias reais em milimetros no campo de jogo.



34

3.5.1 Meétricas de Precisio

A avaliaclo da discrepancia entre a posi¢do real do agente (p;) e a posi¢do estimada
pelo modelo (p;) utilizou trés indicadores principais previamente definidos no referencial
tedrico, erro euclidiano, RMSE e MAE.

3.5.2 Avaliacao dos Modelos
Foram monitorados o tempo de treinamento e predicdo e o tempo de inferéncia dos
modelos.

+ Tempo de Inferéncia (7;,r): O tempo médio necesséario para o modelo processar uma
Unica janela de entrada e gerar a predicao.

« Tempo de Treinamento (7;.4i,): O tempo necessario para ajustar os pesos do modelo
em um bloco de dados.

3.6 Ambiente Computacional

A implementacdo do projeto e o treinamento dos modelos foram realizados seguindo o
ambiente de desenvolvimento detalhado na Tabela 3.5.

Tabela 3.5 - Ambiente de Desenvolvimento e Ferramentas

Categoria Especificaciao
Linguagem de Programacao Python (versdo 3.x)
Modelo do Computador DELL 3240

Processador Intel Core i7 (112 Geragao)
Memoria RAM 16 GB

Framework de Deep Learning TensorFlow / Keras
Biblioteca de Machine Learning Scikit-Learn

Biblioteca de Processamento de Dados Pandas e NumPy
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4 Resultados

Neste capitulo, sdo apresentados os resultados obtidos a partir da metodologia des-
crita no Capitulo 3. Sdo detalhados o desempenho de cada modelo avaliado, bem como as
configuracdes que produziram os melhores resultados nos diferentes cendrios experimentais.

4.1 Modelo de Regressao Linear

Heatmap do RMSE (mm)
Pred Window X Train Window

-30

-25

Pred Window (samples)

Train Window (s)

Figura 4.1 - Mapa de calor com a Raiz do Erro Quadratico Médio (RMSE, em mm) do modelo de
previsdo sob diferentes configuracdes de janelamento. O eixo Y é a Janela de Previsdo
(Pred Window, em amostras), € o eixo X é a Janela de Treino (Train Window, em se-
gundos). O mapeamento de cores demonstra que o melhor desempenho (menor RMSE,
cores escuras) ¢ atingido com Janelas de Previsdo menores e Janelas de Treino maiores,
indicando que um histérico de entrada mais longo ¢ vantajoso.

Foram conduzidos experimentos para a tarefa de predicdo de um passo a frente dentro
de intervalos de teste de 1 segundo, variando dois hiperpardmetros: o tamanho da janela de
observacdo histérica (10, 15, 30 e 60 s) e o tamanho do conjunto de dados utilizado para o
ajuste do modelo (10, 15, 20, 25 e 30 amostras).
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Tabela 4.1 - Resultados 6timos obtidos para o modelo de regressdo linear

Janela de obs. (amostras) Janela de treino (s) RMSE (mm)

10 60 2,23
15 60 2,46
20 60 3,98
25 60 8,29
30 60 11,86

A Tabela 4.1 apresenta os melhores resultados encontrados para cada tamanho de
janela de observacdo. Em todos os casos, a janela de treino 6tima foi de 60 s, mostrando que
o modelo linear se beneficia de uma maior quantidade de dados para treino. No entanto, o
modelo ndo se beneficia necessariamente de um histérico de observagdo maior, dado que os
valores RMSE aumentaram com o aumento da janela de observacao.

A Figura 4.1 apresenta um mapa de calor (heatmap) do RMSE em funcdo dos tamanhos
das janelas de observacgdo e de treinamento. Observa-se uma regido de estabilidade quando
a janela de treinamento € superior a 30 segundos. As janelas de predicio menores (10 e 15

amostras) apresentaram desempenho superior as janelas maiores.

Trajetéria da Rbl

3000 -

2000 -

1000 +

—1000 A

—2000 A

* Real
—3000 7 Predito

T

—4000 —2000 0 2000 4000
X

Figura 4.2 - Comparacdo espacial entre as posicdes reais (azul) e as estimadas (laranja) pelo Regressor
Linear. A alta densidade de sobreposicdo entre os pontos evidencia a precisdo do modelo
em intervalos curtos de tempo.

O desempenho do regressor linear mostrou-se proporcional ao tempo de dados dispo-
niveis para treino. Nota-se na Figura 4.1 uma queda abrupta no erro ao passar de 15 para
30 segundos de histérico de treinamento, seguida de melhoras significativas de 30 para 60
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segundos. Com janelas de treino de 60 segundos, atinge-se o menor erro (2,23 mm) com a

configuracio mais simples de entrada.
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Figura 4.3 — Evolucdo do erro absoluto de previsio para as coordenadas X (azul) e Y (laranja) ao longo
do tempo de experimento. O eixo vertical em escala logaritmica permite a visualizacdo
de erros que variam em diferentes ordens de grandeza.

Ao aumentar a quantidade de dados para predicdo, o modelo perde desempenho,
conforme observado na Figura 4.1. O menor erro (2,23 mm) foi obtido utilizando apenas as
ultimas 10 amostras (aproximadamente 160 ms de historico). Ao aumentar a janela para 30
amostras, o namero de variaveis de entrada do modelo cresce significativamente, o que, para
uma regressdo linear simples, provavelmente introduziu ruido e dificultou a generalizagao,
elevando o erro para 11,86 mm, mesmo com muitos dados de treino.

A Figura 4.2 apresenta a comparacdo visual entre a trajetoria real e a predita para o
melhor regressor linear dos testes. Dada a natureza da predicdo de curto prazo (aproximada-
mente 16ms), as trajetorias sio muito parecidas.

A Figura 4.3 apresenta o erro absoluto em X e em Y para as diversas predicoes ao
longo da partida avaliada. Calculando o erro euclidiano de cada predi¢do e levantando um
histograma (Figura 4.4), a distribui¢do correspondente apresenta um comportamento de
cauda longa, concentrando a maior parte dos erros abaixo de 5 mm.

As Figuras 4.5 e 4.6 apresentam os tempos de inferéncia e de treinamento do regressor
linear para cada janela de previsdo, respectivamente. Em ambas as Figuras, cada curva
corresponde a uma janela de treinamento. A Figura 4.7, por sua vez, apresenta a distribuicdo
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Distribuicao do erro
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Figura 4.4 - Histograma de distribuicdo de probabilidade do erro euclidiano. O grafico evidencia um
comportamento de cauda longa, indicando que a grande maioria das previsdes apresenta
desvios inferiores a 5 mm.

Tempo de Inferéncia vs Janela de Previsdo
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Figura 4.5 - Tempo de inferéncia vs. janela de previsao para o regressor linear. Cada curva corresponde
a uma janela de treinamento.
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Tempo de Treinamento vs Janela de Previsao
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80 A
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Tempo de treinamento (ms)
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Figura 4.6 - Tempo de treinamento vs. janela de previsdo para o regressor linear. Cada curva corres-
ponde a uma janela de treinamento.
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Figura 4.7 - Distribuicdo de frequéncias do tempo de treinamento para o regressor linear. O histo-
grama demonstra que a maioria das execucdes se concentra em torno de 0,024 segundos
(24 ms), indicando estabilidade computacional e baixo custo de processamento para o
modelo de regressao.
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do tempo de treinamento. O tempo de inferéncia manteve-se consistentemente baixo, com
uma média de 0,22 ms, o que é quase duas ordens de grandeza inferior ao periodo de
amostragem do sistema de 16,6 ms. O treinamento completo com 60 segundos de dados leva
cerca de 130 ms, permitindo re-treinamentos periédicos em background sem travar o loop de
controle principal.

4.2 Modelo LSTM

Nos cendrios de teste definidos no Capitulo 3 para o modelo LSTM, utilizou-se ini-
cialmente um vetor de entrada composto por 23 varidveis, incluindo derivadas temporais.
Contudo, essa alta dimensionalidade introduziu ruido excessivo, resultando em instabilidade
e dificuldade de convergéncia do modelo. Diante disso, optou-se por reduzir a dimensio-
nalidade dos dados e considerar apenas o posicionamento do agente como entrada. Essa
simplificagdo resultou em uma reducdo significativa nos erros de predicao.

Tabela 4.2 - Resultados dos Experimentos de Predicdo com o Modelo LSTM.

Jan.obs. RMSE MAEX MAEY Tempotr. Tempo teste

(amostras) (mm) (mm) (mm) (s) (s)
5 4,766 4,643 1,987 137,490 8,543
10 2,579 0,994 1,371 181,083 0,917
15 3,951 1,507 1,954 146,650 8,760
30 7,904 3,831 2,105 185,440 1,689
45 3,920 1,856 1,335 589,350 2,135
60 1,645 1,164 0,5226 709,780 2,258

Nesta secdo, analisa-se o desempenho quantitativo e qualitativo da melhor rede LSTM
obtida. A selecdo dos hiperparametros baseou-se em uma andlise de sensibilidade do tama-
nho da janela histérica (), apresentada na Tabela 4.2. O cenario com janela de N = 60
frames apresentou o melhor resultado, obtendo os menores indices de erro (RMSE de 1,645
mm). Dessa forma, as analises visuais e detalhadas a seguir concentram-se nesta configura-
cao.

A Figura 4.8 apresenta as curvas de aprendizado (loss e MAE) para o treinamento e a
validacdo do modelo LSTM. Esta Figura demonstra que tanto a funcio de perda quanto a
métrica MAE apresentaram decaimento acentuado nas primeiras épocas, estabilizando-se
posteriormente.

A andlise da série temporal dos erros revela o comportamento dindmico do modelo
frente as variacoes de trajetoria. A Figura 4.9 discrimina o erro absoluto entre as coordena-
das X e Y. Apesar do erro médio reduzido, identificam-se transientes de instabilidade no
intervalo entre as amostras 6500 e 7500. Nota-se também uma assimetria nestes eventos: a

coordenada X apresenta picos de magnitude superior a coordenada y, o que sugere uma sen-
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Figura 4.8 — Evolucado da funcdo de perda (loss) e da métrica MAE durante 100 épocas. Observa-se
uma convergéncia rapida nas iteragcdes iniciais e a auséncia de distanciamento entre as
curvas de treinamento e validacdo, indicando estabilidade e auséncia de overfitting.
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sibilidade maior do modelo a movimentos bruscos ou ruidos especificos no eixo horizontal
do campo. Qualitativamente, a Figura 4.10 ilustra fidelidade de rastreamento. A trajetoria
predita (vermelho) adere ao caminho real (azul), antecipando corretamente curvas suaves e

segmentos retilineos.
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Figura 4.9 — O gréfico apresenta a evolucdo do Erro Absoluto (em mm) para as coordenadas X (azul)
e 'Y (vermelha) ao longo da sequéncia de teste. Observa-se que o modelo LSTM mantém
estabilidade na maior parte da inferéncia, com picos de erro localizados (notadamente
proximo a amostra 7.000), indicando variagdes pontuais na precisdo da predicdo em
relacdo aos dados reais.

As Figuras 4.11 e 4.12 apresentam tempos de treinamento e inferéncia, respectivamente,
para o modelo LSTM com diferentes janelas de treinamento. Diferentemente do regressor
linear, pode-se ver que o modelo LSTM teve tempos bem mais lentos do que o periodo de
amostragem, ndo permitindo re-treinamentos peridédicos em background sem travar o loop

de controle principal, pelo menos com o hardware usado nestes testes.

4.3 Comparacao Entre Modelos

Na andlise comparativa entre os modelos, € possivel afirmar que a Regressdo Linear
se destacou pelo baixo custo computacional e pela rapida predicio, enquanto a rede LSTM
demonstrou eficiéncia na captura de dindmicas nao-lineares, porém apresentando baixa
eficiéncia computacional. Contudo, o estudo enfrentou limitacées, principalmente a restri¢do

ao processamento em CPU, que impossibilitou uma busca exaustiva por hiperparametros
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Trajetéria: Real vs Predita
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Figura 4.10 - Comparacao entre a trajetoria real e a estimada do rob6 no plano (XY). A curva (azul)
representa os dados reais do conjunto de teste, enquanto a (vermelha) indica as posi¢des
preditas pelo modelo LSTM otimizado.
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Figura 4.11 - Relacdo entre o tempo total de treinamento (eixo Y) e o tamanho da janela de dados
(eixo X). Observa-se uma tendéncia geral de crescimento do tempo conforme a janela
aumenta, indicando que sequéncias temporais mais longas demandam maior processa-
mento para a atualizacdo dos pesos da rede LSTM.
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Tempo de inferéncia

Tempo de inferéncia (s)

10 20 30 40 50 60
Janela de Treinamento (amostras)

Figura 4.12 - Medicdo do tempo de inferéncia do modelo para diferentes janelas. Ao contrario do
treinamento, o tempo de resposta apresenta oscilagdes significativas (picos e vales) que
ndo seguem uma linearidade estrita, sugerindo que a laténcia de inferéncia pode ser
influenciada por fatores de overhead do sistema além do tamanho da entrada.

adequados que pudessem otimizar e melhorar os resultados da LSTM, além de limitar a
complexidade das arquiteturas testadas. Ademais, a representacdo dos dados de entrada
para a LSTM, restrita a coordenadas espaciais, simplificou a modelagem, mas desconsiderou
atributos cinemadticos e contextuais relevantes.
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5 Conclusoes

Este trabalho avaliou o uso de modelos de Aprendizado de M4quina para a predicdo de
trajetorias de robos futebolisticos em um cendrio de previsdo de um passo a frente, a partir
de séries temporais de posicionamento. Foram implementados e analisados dois modelos
distintos: um regressor linear e uma rede neural recorrente do tipo LSTM, os quais foram
avaliados sob diferentes configuracdes de janelas histdricas e volumes de dados, de modo a
identificar, para cada modelo, as condicGes que resultaram no melhor desempenho na tarefa
de previsdo a um passo a frente.

Os resultados demonstraram que a regressao linear apresenta desempenho consistente
para previsdes de curto prazo, com baixo erro e custo computacional reduzido, sendo ade-
quada para aplicacoes com restri¢des de tempo real. A LSTM, por sua vez, obteve menor erro
de predicdo no melhor cendrio avaliado, indicando maior capacidade de modelar dinAmicas
ndo lineares, porém com custo computacional significativamente superior, o que limita sua
aplicacio em sistemas com necessidade de re-treinamento frequente ou inferéncia em tempo
real sob restricdes de hardware.

As anélises evidenciaram que o desempenho de ambos os modelos é fortemente influen-
ciado pelo tamanho da janela historica utilizada como entrada, bem como pela quantidade
de dados disponiveis para treinamento. Observou-se que janelas de observacdo maiores
nem sempre resultam em melhor desempenho, especialmente para o modelo linear, onde o
aumento da dimensionalidade tende a degradar a capacidade de generalizacao.

Apesar dos resultados obtidos, o estudo apresenta limitacdes importantes. A avaliacao
foi restrita a predicdo de um tnico passo a frente, o que ndo permite caracterizar o com-
portamento dos modelos em horizontes temporais mais longos. Além disso, a busca por
hiperparametros foi limitada, particularmente no caso da LSTM, devido a execucdo exclusi-
vamente em CPU. A base de dados utilizada também foi restrita a um conjunto reduzido
de partidas, e a representacio dos dados concentrou-se majoritariamente em coordenadas
espaciais, com atributos cinemaéticos e contextuais explorados de forma limitada.

Como trabalhos futuros, propde-se a ampliacdo do horizonte de predi¢do para multiplos
passos a frente, com o objetivo de analisar até que ponto os modelos permanecem estaveis e
identificar o momento em que as predicoes passam a divergir significativamente da trajetdria
real. Essa andlise permitird comparar de forma mais precisa a degradacdo temporal da
regressdo linear e da LSTM. Recomenda-se também a adog¢do de métodos autométicos
de otimizacdo de hiperparametros, visando melhorar o desempenho e a estabilidade dos
modelos, especialmente das arquiteturas recorrentes. A inclusdo de dados provenientes
de multiplas partidas, bem como a expansdo do conjunto de atributos de entrada com

varidveis cinemadticas e informacdes contextuais do jogo, constitui outro caminho relevante
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para aumentar a capacidade de generalizacdo. Por fim, a investigacdo de arquiteturas mais
complexas ou hibridas pode contribuir para um melhor compromisso entre desempenho
preditivo e custo computacional.
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