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RESUMO

A modelagem de redes de distribuicdo de agua € amplamente discutida na
literatura cientifica, buscando aproximar os valores observados com os calculados por
meio de modelos estatisticos. O avango tecnoldgico permitiu a utilizagao de sistemas
de telemetria e medigao inteligente, capazes de fornecer dados detalhados, facilitando
o desenvolvimento de modelos de previséo e otimizagdo da gest&o hidrica.

Nesse contexto, este trabalho apresenta uma analise do consumo de agua na
Peninsula Norte, Regido Administrativa do Lago Norte, Distrito Federal, onde a
Companhia de Saneamento Ambiental do Distrito Federal (CAESB) implementou um
sistema avancado de telemetria. O estudo visou modelar o consumo de agua
utilizando dados de vazao aplicados a trés modelos principais: ARIMA, SARIMA e
regressao linear multivariada.

Os dados de telemetria foram tratados e modelados em séries temporais para
receber os métodos propostos. O modelo ARIMA foi utilizado para capturar as
variagdes do consumo sem sazonalidade explicita, enquanto o modelo SARIMA
incorporou padrées sazonais semanais. O modelo de regressao linear multivariada,
por sua vez, levou em consideracdo variaveis explicativas adicionais, como a vazao
meédia, a vazao do dia anterior e de 3 semanas anteriores.

Dessa forma, o trabalho contribui para o desenvolvimento de estratégias mais
eficientes de gestdo dos recursos hidricos, auxiliando no planejamento e
dimensionamento de redes de abastecimento de agua em areas urbanas ao analisar
a eficiéncia de cada um dos modelos na previsdo de consumo para a regido da
Peninsula Norte, concluindo que o modelo SARIMA tem o melhor ajuste dentre os
meétodos estudados.

Palavras-chave: Agua; Consumo; Telemetria; Modelagem; Estatistica; ARIMA;
SARIMA; Regresséo linear multivariada; Sustentabilidade; Gestao hidrica.
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1 INTRODUGAO

A agua, como recurso vital para a sustentacao da vida, transcende seu papel
como mero elemento fisico, sendo universalmente reconhecida como um direito
fundamental de todo cidaddo. Esse reconhecimento foi formalizado em Assembleia
Geral das Nagdes Unidas no dia 28 de julho de 2010 por meio da Resolugédo 64/292
(ONU, 2010), proclamando o acesso a agua limpa e segura e ao saneamento como
direitos humanos essenciais para garantia plena a vida. O entdo secretario, Ban Ki-
moon, ressaltou a relevancia desse patrimoénio ao afirmar que: "A agua potavel segura
e 0 saneamento adequado sdo fundamentais para a redugao da pobreza, para o
desenvolvimento sustentavel e para a prossecugao de todos e cada um dos Objetivos
de Desenvolvimento do Milénio" (ONU, 2010).

Admitir a agua como um direito vai além de uma agéo simbdlica, representa,
também, um compromisso com a gestdo sustentavel desse bem natural. Nesse
cenario, a coordenacao eficiente dos recursos hidricos € uma preocupacgao crescente
em um mundo cada vez mais impactado pelas mudangas climaticas, crescimento
populacional e urbanizacdo acelerada e desordenada. Esses desafios se tornam
ainda mais relevantes a medida que o cenario global continua em constante
transformacao, tal que, de acordo com o Relatério Mundial das Cidades (ONU, 2020),
espera-se que a populagao mundial urbana cresga de 56,2% em 2020 para 60,4% até
2030, intensificando a pressdo sobre os sistemas de distribuicdo de agua e
demandando uma abordagem integrada e sustentavel para o controle hidrico.

No Brasil, a gestao dos recursos hidricos adquire uma importancia ainda maior
devido a sua vasta e rica hidrografia, aliada a diversidade climatica do pais e as
desigualdades no acesso a agua. Regulamentado pela Lei n°® 11.445 (Brasil, 2007), e
recentemente atualizado pela Lei n°® 14.026 (Brasil, 2020), o saneamento basico no
Brasil é definido como um conjunto integrado de quatro componentes principais,
sendo o abastecimento de agua um deles. Essa legislacdo foi posteriormente
reforgada com o novo marco legal do saneamento, sancionado em 2020, que busca
universalizar o acesso ao saneamento até 2033, com a meta de garantir que 99% da
populagao tenha acesso a agua potavel (Brasil, 2020).

Esses avancgos legislativos refletem a preocupacgado crescente com a gestao
integralizada dos recursos hidricos e a necessidade de enfrentar os desafios impostos
no dia a dia que, mais rotineiramente, resultam em situagcdes de escassez hidrica. A

administragcao adequada da agua é fundamental nao apenas para garantir o bem-estar
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da populagado, mas também para promover o desenvolvimento econémico e proteger
0 meio ambiente.

No contexto do Distrito Federal, a situagdo dos recursos hidricos é
especialmente delicada devido ao regime climatico da regido. As chuvas sé&o
concentradas entre setembro e abril, seguidas por um periodo de seca que ocorre de
maio a agosto, durante o qual a umidade relativa do ar frequentemente cai abaixo de
30% (Caesb, 2019). Esse cenario, aliado ao crescimento populacional urbano
desorganizado, coloca desafios significativos para a gestdo ambiental e influencia na
qualidade de vida da populagdo. A projecao populacional para o Distrito Federal,
realizada no ambito do Censo (Instituto Brasileiro de Geografia e Estatistica, 2022) e
utilizando o método de tendéncia do crescimento populacional, reflete as inclinagdes
apresentadas na Figura 1.1.

Populagao total

3.900.000
3.800.000
3.700.000
3.600.000
3.500.000
3.400.000
3.300.000
3.200.000
3.100.000
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Figura 1.1 - Projec&o populacional total do Distrito Federal.

Brasilia, embora planejada para ser um modelo de urbanizacdo ordenada,
passou por um processo de crescimento desordenado ao longo das décadas, o que a
transformou em uma das maiores metropoles do pais. Hoje, consolidada como a
terceira maior cidade do Brasil, esse crescimento reflete o acelerado processo de
urbanizagao e os desafios de infraestrutura e planejamento resultantes da expansao
descontrolada. Como reportado pelo Jornal O Globo (2023), a regido administrativa
do Varjao ilustra esse cenario: originada como uma pequena invasdao com cerca de

500 familias, a area cresceu devido a proximidade com o Plano Piloto. Atualmente, o
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bairro abriga mais de oito mil moradores, enfrentando problemas graves como a falta
de saneamento basico adequado.

Nos ultimos anos, portanto, a tecnologia tem desempenhado um papel
fundamental na modernizagdo no gerenciamento operacional e hidrico de sistemas
de abastecimento de agua potavel. A telemetria, em particular, tem sido amplamente
adotada para o monitoramento em tempo real do consumo de agua, permitindo que
as empresas e concessionarias de saneamento otimizem a distribuicdo dos recursos,
identifiquem padrées de consumo e detectem vazamentos com mais rapidez e
eficiéncia. Esse tipo de monitoramento também possibilita a implementagao de
politicas de uso racional da d4gua e aprimora a gestdo do consumo, promovendo maior
eficiéncia e adaptabilidade nos sistemas de abastecimento, com base em dados
concretos e atualizados.

A literatura académica destaca a relevancia de modelagens estatisticas no
estudo de previsdes de consumo de agua. Conforme observado por Costa (2022), a
preocupagao com o correto dimensionamento das redes de distribuicdo de agua,
essencial para assegurar tanto a melhoria operacional quanto o abastecimento
adequado, evidencia a importancia de estratégias precisas para o entendimento do
uso de recursos hidricos. Nesse contexto, a modelagem estatistica de curvas de
vazao, considerando a variabilidade e a aleatoriedade dos padrées de consumo, tem
sido amplamente discutida. Diversas pesquisas visam alinhar os valores histéricos
observados aos modelados por diferentes métodos, permitindo uma previsdo mais
acurada do consumo futuro e, consequentemente, uma gestdo otimizada da
distribuicdo de agua.

A previsdo da demanda de agua € uma area de estudo que vem ganhando
grande relevancia, especialmente em regides onde o consumo varia
significativamente ao longo do ano. Modelos estatisticos, como ARIMA (Média Mével
Integrada Autoregressiva) e SARIMA (ARIMA Sazonal), tém se mostrado eficazes na
previsdo de séries temporais, assim, esses modelos sdo amplamente utilizados em
estudos de previsdo de demanda a curto prazo conforme apontado por Anele,
Hamam, et al. (2017).

Além dos modelos baseados em séries temporais, a regressao linear
multivariada oferece uma abordagem complementar, permitindo a inclusdo de
multiplas variaveis explicativas no modelo. No caso deste estudo, s&o consideradas

variaveis como a vazado do dia anterior e vazdes de dias correspondentes nas
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semanas anteriores, além de outros fatores que podem influenciar o consumo de
agua, como temperatura, precipitacdo e eventos sazonais. A combinagdo dessas
abordagens estatisticas oferece uma ferramenta poderosa para a previsédo de
consumo, permitindo a criacdo de modelos robustos e capazes de capturar a
complexidade dos padrdes de consumo de agua.

No Distrito Federal, a regido da Peninsula Norte do Lago Norte se destaca pela
implementagao pioneira de um sistema de telemetria avangado, que coleta dados de
vazé&o a partir de hidrdmetros eletronicos instalados em cada unidade consumidora.
Esse sistema, que envia leituras a cada quatro horas desde 11 de junho de 2019,
permite uma visao detalhada e precisa do consumo de agua na regiao, facilitando a
identificacdo de anomalias e a operacdo e manutencido eficiente das redes de
distribuicdo e seus atributos. A utilizagdo desses dados em estudos académicos abre
novas possibilidades para a analise de variagdes no consumo de agua e a modelagem
preditiva.

A escolha desta regido como estudo de caso se justifica pela sua relevancia
dentro do contexto distrital, onde a Companhia de Saneamento Ambiental do Distrito
Federal (Caesb) tem investido significativamente seu trabalho para com o
monitoramento e a gestdo da agua. O presente estudo visa, entdo, utilizar esses
dados para testar e validar modelos estatisticos preditivos, avaliando sua eficacia na
previsdo de variagdes no consumo e sua aplicabilidade para otimizar a operacéo na
regiao.

Portanto, este projeto final busca contribuir para a literatura existente ao
explorar a integracéo entre tecnologia de medic¢ao inteligente e modelagem preditiva,
com foco em uma regido da Peninsula Norte do Distrito Federal. A hipétese central
deste trabalho € que a utilizacdo de dados de telemetria pode fornecer uma base
sélida para a previsao de consumo de agua, permitindo uma gestdo mais eficiente e
sustentavel dos recursos hidricos. Além disso, o uso de modelos estatisticos como
ARIMA, SARIMA e regressdo linear multivariada oferece uma abordagem
metodoldgica robusta, capaz de capturar a complexidade das variagdes de consumo
e auxiliar no planejamento de longo prazo das operagdes de distribuicdo, permitindo
a utilizacao de tais métodos para o dimensionamento de redes de abastecimento em

projetos futuros ou em projetos em areas com caracteristicas semelhantes.
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1.1 Objetivos
1.1.1 Objetivo Geral

Modelar o consumo de agua, refinar e analisar a adequagdo de meétodos
preditivos a série temporal de vazdo na Peninsula Norte, situada na Regiao
Administrativa do Lago Norte, empregando dados provenientes de sistemas de

telemetria.

1.1.2 Objetivos Especificos

e Investigar a série temporal de consumo, abrangendo o valor médio diario
de consumo;

e Avaliar criticamente a metodologia de modelagem aplicada, visando
aprimoramentos para previsdo de consumo, otimizagdo operacional e
dimensionamento eficiente da rede em futuros projetos;

e Efetuar uma analise do ajuste e da previsdo de consumo em relagdo aos
modelos adotados, com o intuito de validar e fornecer insumos para

dimensionamentos em areas semelhantes.
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2 FUNDAMENTAGAO TEORICA
2.1 Medigdo de Agua

A medicdo de vazdo de agua desempenha um papel fundamental na gestéao
eficiente dos recursos hidricos, fornecendo dados importantes para a operacéo e o
monitoramento de sistemas de abastecimento e distribuigcdo. Este processo envolve a
quantificacdo de agua que passa por um ponto especifico ao longo do tempo, sendo
essencial para avaliar sistemas hidraulicos, identificar vazamentos, otimizar o
consumo e garantir a conformidade com normas e regulamentos ambientais. A
precisdo e confiabilidade das medicbes de vazdo sdo cruciais para tomadas de
decisao informadas, promovendo a eficiéncia no uso da agua e contribuindo para a
sustentabilidade dos recursos hidricos.

Dessa forma, a medicdo de vaz&o abrange duas abordagens especificas, a

macro € a micromedicao.

2.1.1 Macromedigao

A macromedigao refere-se a avaliagdo em larga escala, geralmente realizada
em pontos estratégicos de uma rede de distribuigdo de agua, como logo a jusante do
reservatorio de distribuicdo. Esses pontos de macromedigdo fornecem dados
representativos sobre o desempenho geral do sistema, permitindo avaliagdes
abrangentes do consumo, identificagdo de perdas e monitoramento operacional por
meio da quantidade volumétrica que passa pela tubulacdo por unidade de tempo.
Segundo Filho e Dall’Aglio (2008), o macromedidor de vazdo mais empregado pelas
concessionarias brasileiras € do tipo eletromagnético, seguido pelos tipos Annubar e
ultrassénico.

Adicionalmente, na dissertacao de Filho (2007), sdo destacados diversos tipos
de macromedidores de vazao amplamente empregados em sistemas de
abastecimento de agua. Entre eles, mencionam-se o tipo Venturi, tipo turbina, tipo
Pitot, tipo eletromagnético (classificados em bobina de indugdo externa, de insergéo
com um sensor e de insergdo com multiplos sensores), além de medidores
ultrassdnicos, seja de tempo de transito ou de efeito Doppler.

Os macromedidores podem ser categorizados em medidores indiretos, diretos
e especiais (USP, 2017). Essa classificagcdo abrange uma variedade de dispositivos
projetados para medir a vazdo em diferentes contextos. Os medidores indiretos

envolvem métodos que inferem a vazao com base em principios distintos, enquanto
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os diretos realizam a medigdo de maneira mais imediata e por meio do fluxo d’agua.
Além disso, os medidores especiais sdo projetados para atender a requisitos
especificos em situagdes particulares. A Figura 2.1 oferece uma visdo mais
aprofundada dessa classificacdo, destacando os medidores citados anteriormente
associados a cada categoria.

O medidor de vazéao eletromagnético, em especial, opera com base no principio
estabelecido por Michael Faraday, que demonstra a geragéo de corrente elétrica em
um campo magnético. Neste dispositivo, duas bobinas de campo sao instaladas,
criando um campo magnético constante em toda a segao transversal do conduto e
paralelamente, dois eletrodos sao posicionados para captar a voltagem dentro do
tubo. Quando o fluxo € iniciado, as particulas carregadas positiva e negativamente
sdo separadas pelo campo magnético induzido pelas bobinas, gerando uma voltagem
detectada e medida pelos eletrodos, tal que quanto maior a velocidade de fluxo, maior

a separagao das particulas carregadas e maior a voltagem entre os eletrodos.

Medidores indiretos utilizando
fenémenos intimamente L, Perda de carga variavel N Tipo Pitot e tipo

relacionados a quantidade de (area constante) Venturi
fluido passante

Medidores diretos de volume L, Velocidade pelo

do fluido passante impacto do fluido Tipo turbina

Eletromagnético e

Medidores especiais — s
ultrassdnico

Figura 2.1 - Tipos de medidores de vazao.

Fonte: Adaptado (USP, 2017).

2.1.2 Micromedicao
Por sua vez, a micromedigdo se concentra em uma escala mais localizada,

proporcionando uma anadlise detalhada dos volumes de agua consumidos em
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residéncias, comércios, industrias e locais publicos. A micromedig¢ao, portanto, é
fundamental para a quantificagdo precisa do consumo de agua pelos usuarios finais,
sendo crucial para fins de faturamento (Alegre, Coelho, et al., 2005).

Para efetuar a medigdo precisa da vazado consumida, dispositivos
especializados, conhecidos como hidrémetros, sdo estrategicamente instalados em
pontos especificos. Esses hidrbmetros tém como principal fungdo realizar
comparagdes entre as leituras registradas durante o periodo analisado e as do periodo
anterior. Essa comparacéo resulta na diferenga entre esses dois conjuntos de leituras,
refletindo o consumo registrado. Conforme definido pela NBR 8009 (ABNT, 1997), o
hidrdbmetro ou medidor de agua, é conceituado como um instrumento destinado a
indicar e totalizar, de forma continua, o volume de agua que passa por ele.

Os medidores de agua consistem em trés partes essenciais: a camara de
medi¢do, responsavel por se movimentar de acordo com o fluxo de agua; um
registrador, que converte o0 movimento gerado pelo fluxo d'agua em uma medida de
consumo; e, por fim, 0 mecanismo que transfere o movimento da agua da camara até
o registrador (Mendonga apud Silva, 2008).

Conforme destacado por Costa (2022), os hidrbmetros sao classificados com
base em seus principios de funcionamento, categorizando-se como velocimétricos,
volumétricos, ultrassénicos e eletromagnéticos. Além disso, de acordo com as
diretrizes do INMETRO (2022), é crucial que esses medidores sejam projetados e
fabricados de maneira a garantir que seus erros de indicagdo estejam dentro dos
limites maximos permitidos, podendo ser categorizados sob a classe de exatidao 1 ou
classe de exatidao 2.

A Tabela 2.1 e a Tabela 2.2, apresentam a classificagao dos hidrometros com
base no principio de funcionamento e na exatiddo, respectivamente. Essa
categorizagdo ¢é essencial para compreender a diversidade de hidrémetros
disponiveis, permitindo a escolha do instrumento mais adequado para atender as

demandas especificas de medi¢cao de vazdo de agua em diferentes contextos.



17

Tabela 2.1 - Classificagao de hidrébmetros quanto ao principio de funcionamento.

Classificagao Principio de funcionamento

Parte movel (palheta, hélice, turbina) que € acionada
Velocimétrico diretamente pelo fluxo de agua e transmite o movimento para

o dispositivo indicador.

Camara de enchimento cilindrica (com volume pré-definido)
o com uma pega movel (pistdo ou disco) que se movimenta a
Volumétrico _ _ _
cada enchimento completo e transmite o movimento para

dispositivo indicador

Baseado na velocidade de propagagao de ondas sonoras.
Ultrassonico Contam com sensores que emitem e recém sinais

ultrassonicos.

o Considera a lei de indugao eletromagnética para identificagéo
Eletromagnético

do volume de agua que passa pelo equipamento.

Fonte: Adaptada (Costa, 2022).

Tabela 2.2 - Classe de hidrometros e correspondentes valores de Qmin € Q.

Erro maximo Admissivel

Classe Campo superior de Campo inferior de

medicgao (Q22Q<Qa4) medigao (Q1=Q<Q2)
*+ 1% em temperatura da
agua entre 0,1°C e 30°C

1 faixa de temperatura da
+ 2% em temperaturas da

1+ 3%, independente da

agua
agua acima de 30°C

+ 2% em temperaturas da

agua entre 0,1°C e 30°C
2 faixa de temperatura da
+ 3% em temperaturas da

+ 5%, independente da

agua

agua acima de 30°C

Fonte: Adaptada (INMETRO, 2022).

A classificagdo do INMETRO (2022) leva em consideragdo a vazao de
sobrecarga (Q4), que € a maior vazao na qual o medidor deve funcionar por um curto

espaco de tempo dentro do seu erro maximo admissivel. Ao mesmo tempo, deve
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manter seu desempenho metrolégico em operagdes subsequentes dentro de suas
condicoes de utilizagao. Tal que, também sao considerados a vazao de transicao (Q2),
que é a razao situada entre a vazao permanente Q3 e a vazdo minima Q1. Essa
medida divide a faixa de vaz&o operacional em dois campos, campo superior de
medicdo e campo inferior de medig¢ao, cada qual caracterizado pelo seu proprio erro
maximo admissivel. Por fim, a vazdo minima (Q1) representa a menor vazao na qual

o medidor deve funcionar dentro do erro maximo admissivel.

2.2 Telemetria

Atualmente, na maioria das residéncias brasileiras, a medicdo do consumo de
agua ocorre apenas uma vez por més, ndo contando com sistemas de avaliagdo em
tempo real. Diante dessa realidade, surge a telemetria, uma abordagem que visa
monitorar a rede e as variagdes de consumo em tempo real por meio da aplicacdo do
conceito de internet das coisas (IoT) aos medidores de vazédo inteligentes. Essa
tecnologia possibilita a analise de perdas de agua, a revisdo de procedimentos
operacionais e a promogédo do consumo consciente pela sociedade (Lima e Navas,
2012). Portanto, o sistema de telemetria recebe as medi¢des coletadas por pulsos dos
medidores eletrénicos, transmitindo-as ao centro de processamento de dados da
concessionaria por meio de recursos de comunicagcao acoplados aos dispositivos de
medicao.

Dessa forma, Lima e Navas (2012) estratificam os sistemas de medi¢cao remota
em trés segmentos distintos: a infraestrutura de medi¢do, incumbida da coleta e
organizacgao dos dados de vazao coletados, a rede de comunicagao, responsavel por
transferir os dados do ponto de coleta até a central de tratamento de dados, e a
infraestrutura de tratamento e gestdo de dados, composta pelos servidores e banco
de dados projetados para proporcionar uma visao clara e estratégica dos parametros
monitorados.

A infraestrutura de medigado desempenha um papel fundamental na obtencéo e
transmissao eficiente de dados relacionados ao consumo de agua. Essa infraestrutura
€ composta pelos hidrbmetros, responsaveis pela medigéo direta do volume de agua
consumido, e pelos dispositivos acoplados a eles que promovem a captura e
transmissao desses dados. Esses dispositivos incluem o leitor de pulsos, que registra
as leituras do hidrémetro, e o dispositivo de telemetria e telecomando, alimentado por

bateria, que transmite os dados para a central de tratamento.
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Além disso, para otimizar a comunicacao entre os dispositivos e a central, sdo
empregados repetidores de sinal. Esses repetidores desempenham a funcédo de
amplificar e estender o alcance da transmissao dos dados, quando necessario,
assegurando que as informagdes coletadas pelos hidrometros sejam eficientemente
transmitidas até o concentrador. O concentrador, por sua vez, recebe e consolida os
dados provenientes de diversos dispositivos, encaminhando-os para o sistema de
supervisao (Costa, 2022).

Segundo Costa (2022), a rede de comunicagao, por sua vez, desempenha um
papel fundamental na transmissao eficaz de dados. Essa rede é responsavel pela
comunicacao entre os equipamentos de medicdo e os concentradores, bem como
entre os concentradores e os servidores.

No ambito da comunicacao entre equipamentos de medigdo e concentrador,
frequentemente implementada por redes sem fio, a transmissao de radiofrequéncia &
amplamente adotada. Isso € realizado por meio de transmissores, encarregados de
transmitir os dados, e receptores, responsaveis por decodificar as informagdes
recebidas. As redes de transmiss&o utilizam tecnologias como Wi-Fi e Bluetooth,
sendo notaveis o Zigbee e o LoRaWan, particularmente destacados em sistemas de
telemetria.

Quanto a transmissdo de dados que ocorre entre os concentradores e 0s
servidores, diferentes opgdes sdo empregadas, incluindo redes de banda larga,
GPRS, 3G e 4G.

Finalmente, a infraestrutura de tratamento e gestdo de dados desempenha um
papel central na operagao do sistema, abrangendo servidores dedicados que atuam
como fonte de informacdo, visualizacdo e supervisdo dos dados de vazao
provenientes tanto dos macromedidores quanto dos micromedidores. Essa parte
critica da infraestrutura armazena os dados em um sistema de gerenciamento
especializado, proporcionando uma visao abrangente e detalhada do comportamento
do sistema de medigéo.

O sistema de gestdo e tratamento de dados pode ser conceituado como
servidores web que desempenham um papel crucial ao alimentar um banco de dados
destinado a gestao do conhecimento. Sua principal fungéo reside na construgcéo de
uma visdo clara e objetiva dos elementos envolvidos no processo, incluindo os
consumidores, os recursos disponiveis e a corresponsabilidade social no que diz

respeito a eficiéncia energética (Lima e Navas, 2012).
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2.3 Tratamento de Dados

Ao analisar dados de consumo de agua, o tratamento de dados desempenha
um papel fundamental pois, em muitos casos, os registros mostram flutuagbes
repentinas, também chamadas de picos, que podem distorcer a interpretagcdo dos
dados. Esses aumentos abruptos no consumo podem ser resultado de problemas nos
medidores de agua ou mesmo de falhas na transmissao das informagdes, que se nao
forem tratados adequadamente, podem afetar a precisdo das analises estatisticas
realizadas, levando a conclusdes equivocadas.

Em situagdes como essa é essencial assegurar a qualidade dos dados para
desenvolver modelos que representem fielmente o padrdao de consumo de agua, pois
informagdes com irregularidades e grandes variagdes, também chamadas de spikes,
dificultam a deteccao de tendéncias e a precisao das analises estatisticas, o que pode

resultar em decisdes pouco confiaveis.

2.3.1 Identificacao e Tratamento de Outliers

Desse modo, o método do intervalo interquartil (IQR) é amplamente utilizado
para a detecgdo e remocgao de outliers e spikes em conjuntos de dados (Pastega,
2023). O IQR mede a disperséo dos dados, focando no intervalo entre o primeiro (Q1)
e o terceiro quartil (Qs), permitindo identificar valores que estdo significativamente
distantes da maioria dos dados observados. A aplicacdo do IQR no tratamento de
dados envolve as seguintes etapas:

e Calculo dos quartis: primeiramente, sado calculados o primeiro (Q1) e o
terceiro quartil (Qs) da distribuigdo dos dados de consumo;

e Determinacdo dos limites: com os quartis calculados, estabelecem-se os
limites superior e inferior. O limite inferior € dado por Q; —1,5*IQR e 0
limite superior por Qs+ 1,5*IQR. Valores fora desses limites sao
considerados outliers;

e Tratamento dos outliers: identificados os outliers, estes podem ser
removidos ou substituidos por valores mais representativos.

Ao aplicar o método IQR, é possivel realizar uma analise mais precisa,

eliminando o ruido causado por valores atipicos e garantindo que as conclusdes sejam

mais representativas da realidade.
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2.3.2 Amostragem Representativa

Ademais, em estudos que possuem grandes bancos de dados, a quantidade
massiva de informag¢des pode introduzir desafios significativos em termos de
armazenamento, processamento e até mesmo analise. Além disso, dados faltantes
ou erros de medicao podem comprometer a qualidade da investigacao, levando a
andlises imprecisas. Nessa perspectiva, € comum e recomendado que seja
selecionada uma amostra representativa do banco de dados para contornar esses
obstaculos.

A amostragem, portanto, € uma técnica estatistica que permite a anadlise de um
subconjunto de dados para inferir conclusées sobre a populagédo total. Quando o
banco de dados € volumoso, uma amostragem bem feita facilita 0 manuseio dos dados
e assegura resultados mais robustos e generalizaveis. Isto posto, € de interesse que
a amostra retirada seja significativa para refletir de maneira fidedigna as
caracteristicas da area de estudo como um todo com um nivel de confianga para a
meédia pré-estabelecido.

Nesse contexto, para a retirada da amostra € preciso de algumas informagdes:

e Tamanho da populagéo total: numero total de grupos que se tem o banco

de dados;

e Margem de erro: probabilidade de desvio da amostra em relagdo a

populacio total;

e Nivel de confianga: indice de certeza de que todo o grupo obteria a mesma

resposta em um determinado intervalo.

z>xp*(1—p)
2
Tamanho da amostra = 5 E (2.1)
EZx N

Onde,
e =z =Escore z
e p = Desvio padréo;

e FE =Margem de erro;

N = Populacgao total.
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O escore z traduz o nivel de confianga desejada em um valor numérico que
representa quantos desvios padrdo determinada propor¢ao tem em relacdo a média.

Esses valores de escore sdo mostrados na Tabela 2.3.

Tabela 2.3 - Escore z.

Nivel de confianga desejado Escore z
99% 2,58
95% 1,96
90% 1,65
85% 1,44
80% 1,28

2.4 Variagoes de Consumo

As flutuagdes no consumo sao resultado de diversas variaveis externas, como
clima, habitos da populacdo e temperatura. Assim, ao abordar o servigo de
abastecimento de agua, é crucial priorizar a consideragcao das variagcbes diarias e
horarias no consumo. A variagao diaria refere-se as discrepancias observadas ao
longo dos dias do ano, com aumentos durante o ver&o e redug¢des no inverno. Por sua
vez, a variagao horaria lida com as flutuagdes ao longo das horas do dia, podendo ser
diretamente influenciada pelo estilo de vida da populagao, entre outros fatores.

O coeficiente de variagao diaria (K1) pode ser expresso tanto pela Figura 2.2,
que apresenta a variacdo da demanda de agua no periodo de um ano, quanto pela
seqguinte férmula:

_ maior vazdo diaria no ano (L/hab. dia) (2.2)

1™ vazio média diaria no ano (L/hab. dia)
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Meses do ano
Figura 2.2 - Variagbes de consumo anual.

Fonte: (Tsutyia, 2004).

Ao determinar o coeficiente da hora de maior consumo (K2), utiliza-se a
seguinte férmula:

maior vazao horaria no dia (L/s)

_ 2.3
ka vazio média do dia (L/s) (3)

Essa relagdo também pode ser visualizada na Figura 2.3.

Vazao maxima

r T T — 1 - t f t t >
0 2z 4 6 8 10 12 14 16 18 20 22 24

Horas do dia
Figura 2.3 - Variagbes do consumo diario.

Fonte: (Tsutyia, 2004).

Assim, a relagcédo entre a maior vazao diaria (K1) e o consumo médio diario no

mesmo periodo, e a maior vazao horaria (K2) e o vazdo média horaria do mesmo dia
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€ demonstrada nas Tabela 2.4 e Tabela 2.5, respectivamente. Essas informagdes sao

derivadas de medigdes

desenvolvimento de projetos.

reais ou Ssao

recomendacdes pertinentes para o

Tabela 2.4 - Coeficiente do dia de maior consumo (Ki).

Coeficiente Condicgoes de
Autor/Entidade Local Ano
K1 obtenc¢ao do valor
Sao Paulo Recomendacao para
DAE 1960 1,5
Capital projeto
Sao Paulo Recomendacao para
FESB 1971 1,25
Interior projeto
Recomendacao para
Azevedo Netto Brasil 1973 1,1-1,5 .
projeto
Recomendacao para
Yassuda e Nogami Brasil 1976 1,2-2,0 .
projeto
Medicbes em
Valinhos e
CETESB . 1978 1,25-1,42 | sistemas operando ha
Iracemapolis o
varios anos
Recomendacao para
NB-587-ABNT Brasil 1977 1,2 .
projeto
Recomendacao para
Orsini Brasil 1996 1,2
projeto
_ Recomendacéo para
Azevedo Netto et al. Brasil 1998 1,1-14 .
projeto
Medi¢cdes em sistema
RMSP Setor
Tsutiya 1989 1,08 -3,8 operando ha varios
Lapa
anos
Medigdes em sistema
Barcelona
Saporta et al. 1993 1,1-1,25 operando ha varios
Espanha
anos
. Recomendacéo para
Walski et al. EUA (%) 2001 1,2-3,0

projeto
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Autor/Entidade

Local

Ano

Coeficiente
K1

Condigoes de

obtencao do valor

Hammer

EUA (%)

1996

1,2-4,0

Medicbes em
sistemas norte-

americanos

AEP

Canada (*)

1996

1,5-25

Recomendacéo para

projeto

(*) Nesses sistemas nao ha reservatérios domiciliares.

Fonte: (Tsutyia, 2004).

Tabela 2.5 - Coeficiente da hora de maior consumo (Kz).

Condigoes de
Autor/Entidade Local Ano Coeficiente K1
obtencgao do valor
Recomendacéo para
Azevedo Netto Brasil 1973 1,5
projeto
Yassuda e Recomendacéao para
. Brasil 1976 1,5-3,0 _
Nogami projeto
Medicbes em
Valinhos e
CETESB o 1978 2,08 -2,35 sistemas operando
Iracemapolis o
ha varios anos
Recomendacéo para
PNB-587-ABNT Brasil 1977 1,5 _
projeto
Recomendacéao para
Orsini Brasil 1996 1,5 _
projeto
Azevedo Netto Recomendacéo para
Brasil 1998 1,5-23
et al. projeto
Medi¢cdes em sistema
RMSP Setor
Tsutiya 1989 1,5-43 operando ha varios
Lapa
anos
Medi¢cdes em sistema
Barcelona
Saporta et al. 1993 1,3-14 operando ha varios
Espanha
anos
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Condigoes de
Autor/Entidade Local Ano Coeficiente Ki
obtencgao do valor

_ Recomendacéo para
Walski et al. EUA (%) 2001 3,0-6,0 _
projeto

Medicdes em
Hammer EUA (%) 1996 1,5-10,0 sistemas norte-

americanos

Recomendacéao para
AEP Canada (*) 1996 3,0-3,5 _
projeto

(*) Nesses sistemas n&o ha reservatérios domiciliares

Fonte: (Tsutyia, 2004).

Na revisdo bibliografica conduzida por Diao et al. (2010), examina-se a
influéncia dos fatores de pico de vazdo de agua e suas caracteristicas. Nesse
contexto, evidencia-se que os valores dos coeficientes de consumo de agua mantém
uma relacéo direta com o intervalo de tempo considerado. Em outras palavras, o fator
de pico aumenta a medida que o intervalo de observacgao diminui, conforme destacado
por Johnson (1999). Adicionalmente, destaca-se uma correlagdo significativa e
inversamente proporcional entre o numero de habitantes e a variagdo de consumo
(Johnson apud Guidi, 2017).

Nesse contexto, diante da influéncia da densidade populacional na area de
estudo sobre os coeficientes de consumo, ha diversas abordagens para o calculo
destes, incluindo métodos variados e até mesmo a utilizagdo de equagdes empiricas.
Dentre esses meétodos, em que P €& a populacdo, destacam-se inicialmente os
coeficientes de variacao de consumo diario (K1):

e As relacdes alemas propostas pela Associagao Técnica e Cientifica Alema

para Gas e Agua (DVGW) (citadas por Guidi, 2017), expressas por:

K, = —0,1591In P + 3,5488 (2.4)

K, = 3,9. p~0.0752 (2.5)

e Afdérmula empirica de Tricarico et al. (2007), derivada da analise estatistica

do consumo de agua no sul da ltalia, utilizando modelos log-normal e
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Gumbel por meio da abordagem deterministica que estabelece uma

relacdo com o numero de habitantes:

Kl = 11.P_0'2 (2.6)

Para calcular o coeficiente de consumo maximo horario, Guidi (2017) consolida

os valores de K1 e K2 em um unico coeficiente, representado por K, que resulta da

multiplicacdo desses dois coeficientes para a analise do pico de vazao. Em seu

embasamento tedrico, ele faz referéncia as seguintes formulagbes para a

determinacao de K:

Zhang (citado por Guidi, 2017) propde o calculo dos coeficientes de
variagdo de consumo usando pulsos retangulares de Poisson, com
férmulas variando de acordo com a porcentagem de consumo interno, isto
€, levando em consideragéo os diferentes usos de agua entre usos ao ar
livre (uso externo) e usos residenciais (internos), conforme apresentado a
segquir:
o Para 100% de consumo interno:
2,18

— (2.7)
w/P/1ooo

o Para 90% de consumo interno:
2,28

— (2.8)
,/P/1ooo

o Para 60% de consumo interno:
2,46

T (2.9)
,/P/1ooo

O modelo da AWWA, foi desenvolvido especificamente para pequenas

K=25+
K =3,02 +

K =417+

comunidades e bairros individuais, ou seja, para populagbes de 650 a 1.675
habitantes, considerando o uso interno de 90%, em que "g" representa a
demanda média per capita anual por 1000 pessoas em L/min.

Kz(lgﬁfl)*pr (2.10)
q

A DVGW também estabeleceu um método para o coeficiente K:

K =—-0,75.InP + 11.679 (2.11)
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K = 18,1.p~01682 (2.12)

e A SABESP (citada por Guidi, 2017) recomenda que, para valores de vazao
meédia inferiores a 751 L/s, adote-se K1= 1,2 e K2=1,5. No entanto, para
valores superiores a esse limite, sugere-se a seguinte formula, que
estabelece uma relacido com a soma das vazdes médias de uso residencial,
comercial e publico em litros por segundo (Qm):

17,485

0,5090
Om

K=12+ (2.13)

2.5 Modelagem de Consumo

No que tange o planejamento, operagédo e gerenciamento de sistemas de
distribuicdo de agua, um dos maiores pilares € a satisfagcdo do consumidor final em
aspectos como quantidade, qualidade e pressao. Todavia, a natureza estocastica da
demanda de agua em relagdo ao clima, a regido geografica e aos aspectos
socioecondmicos de seus consumidores, influencia no seu padrdo de consumo
efetivo. Nesse aspecto, diversos autores citam e estudam a importancia
imprescindivel da utilizagdo de modelos de previsdo de demanda de agua a curto,
médio e longo prazo.

De acordo com Donkor, Mazzuchi, et al. (2012), existem diversas variaveis
medidas em diferentes periodos que influenciam na previsdo da demanda de agua
urbana. Desse modo, diferentes métodos sao apresentados na literatura, com

diferentes objetivos, determinantes, horizonte de projeto e periodicidade.

2.5.1 Modelos Aplicados a Dados de Macromedicgao
Segundo Tsutyia (2004), a demanda de agua pode ser determinada através de
trés métodos: leitura dos hidrébmetros (micromedi¢ao), leitura do macromedidor
instalado na saida do reservatorio (macromedic&do) e quando nao existe medigao.
Neste contexto, a obtencdo do calculo do consumo médio efetivo per capita
requer a disponibilidade de dados de consumo especificos para cada tipo de
economia (residencial, comercial, industrial e publico), juntamente com o numero total

de unidades em cada categoria. Essas informagdes s&o geralmente coletadas em
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cada leitura dos hidrémetros realizada pela concessionaria. O calculo entdo pode ser

feito através da seguinte equacao:

_
NE.ND.NH/L

Qe (2.14)

Tal que,

e g, = Consumo efetivo per capita de agua, em L/s;

e 1. =Volume consumido medido pelos hidrémetros, em L/s;
e NE = Numero médio de economias;

e ND = Numero de dias da medi¢ao pelos hidrdbmetros;

e NH/L = Numero de habitantes por ligagao.

E crucial salientar a inclus&o no célculo do valor das perdas de agua ao longo
do percurso da tubulacdo, tendo em mente que essas nao sao totalmente estanques
(Tsutyia, 2004), como expresso ha equagao a seguir:

Qe
q=1"- (2.15)

Onde,
e g = Consumo per capita de agua, em L/s;

e | =indice de perdas.

Ao realizar a leitura do macromedidor, se os dados de volume consumidos no
periodo sao registrados por hora, torna-se viavel estimar os coeficientes de variagao
de vazéo e construir um grafico do tipo tempo-vazao. A Figura 2.4 ilustra um exemplo
desse tipo de grafico, exibindo a variacdo do perfil de consumo para o Setor Itaim

Paulista.
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Figura 2.4 - Variagao do perfil de consumo em fungéo do dia da semana para o setor Itaim Paulista.

Fonte: (Tsutyia, 2004).

Entretanto, quando ndo ha medic¢ao é preciso adotar valores de consumo médio
per capita por tipo de estabelecimento e coeficientes de variagdo de vazéao
encontrados em diferentes literaturas (Tsutyia, 2004).

Nesse interim, Tsutyia (2004) sugere que o dimensionamento da rede de
distribuicdo de agua deve ser conduzido considerando as condi¢gdes mais criticas, ou
seja, a demanda maxima. Isso visa assegurar o desempenho adequado do sistema
em todas as horas do dia e todos os dias do ano. A expressao para o calculo da vazao
do reservatodrio até a rede é fornecida por:

_ Ky.K;.P.q

86.400 * Qesp (2.16)

Tal que,

e (Q =Vazado,eml/s;

e K; = Coeficiente do dia de maior consumo;

e K, = Coeficiente da hora de maior consumo;
e P =Populagado da area abastecida, em hab.;
e g = Consumo per capita, em L/hab.dia;

* (Q.sp = Vazao especifica, em L/s.

Ademais, Guidi (2016) empregou uma analise de regressao linear multivariada,

uma técnica estatistica que desenvolve modelos com base nas relagdes entre
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variaveis explicativas de um processo. A abordagem envolveu 14 variaveis, incluindo,
mas nao se limitando a temperatura, nebulosidade, dia da semana e vazao na hora
anterior. Essas variaveis foram categorizadas em quatro grupos distintos, visando
analisar a distribuicdo da vazao no sistema de abastecimento de agua no Setor Ana
Dorothéa (Zona Baixa) na cidade de Franca, Sdo Paulo. Dessa forma, em um modelo
de regressao multipla, a variavel dependente (Y) sera determinada por mais de uma

variavel independente (X), podendo ser representada por:

p
Yi=a+2ﬁkai+ei (2.17)
k=1

e «a = Valor esperado de Y quando todas as variaveis independentes forem
nulas;

e [y =Variagdo esperada de Y dado um incremento unitario em X,
mantendo todas as demais variaveis independentes constantes;

e ¢; = Erro ndo explicado.

2.5.2 Modelos Aplicados a Dados de Micro e Macromedigao

Além disso, a analise apropriada e acurada da demanda de agua a curto prazo
pode ser realizada por meio de séries temporais univariadas (UTS), regressao de
séries temporais (TSR), rede neural artificial (RNA) e métodos hibridos (Anele,
Hamam, et al., 2017). No entanto, este estudo foca exclusivamente em métodos que
oferecem uma abordagem mais direta para a compreensao de séries temporais, em
alinhamento com o objetivo principal discutido anteriormente. Por essa razao, os
modelos de RNA e métodos hibridos, que demandam maior complexidade, poder
computacional e quantidade de dados para treinamento, ndo serdo abordados em
profundidade.

Séries temporais univariadas (UTS) sdo conjuntos de dados que consistem em
observagbes passadas, coletadas ao longo do tempo para uma unica variavel e que
apresentam como propriedade a estacionariedade, isto €, sua média, variancia e
covariancia nao sofrem variagées com o tempo. Nesse aspecto, os modelos preditivos
para esse tipo de analise sao baseados em observagdes do passado e nos seus erros
associados. Os modelos UTS chave sédo suavizagdo exponencial, autorregressao
(AR), média moével (MA), média movel autorregressiva (ARMA) e média movel
autorregressiva integrada (ARIMA). Segundo Anele, Hamam, et al. (2017), mesmo
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esses modelos sendo bastante utilizados para a previsao operacional a curto prazo,
também podem ndo ser tdo precisos sob o efeito de variaveis exdgenas, como
mudangas climaticas que afetam a demanda de agua.

A suavizagado exponencial € um modelo linear que utiliza ponderagdes
exponenciais para atribuir diferentes pesos a observacdes passadas, proporcionando
uma énfase decrescente aos dados mais antigos. Essa abordagem é particularmente
util quando a énfase nas observagdes recentes € mais relevante para a previsao futura
do que as observagdes mais antigas, entretanto € importante reconhecer as limitagdes
inerentes ao método de suavizacdo exponencial. Conforme destacado por Anele,
Hamam, et al. (2017), os modelos de processos estocasticos AR, MA, ARMA e ARIMA
sao utilizados a partir do momento que a suavizacdo exponencial deixa de ser
adequada devido ao perfil complexo das séries temporais em estudo (apud Donkor,
Mazzuchi, et al., 2012, p. 154).

A autorregressao (AR), por sua vez, assume que o valor atual de uma variavel
depende linearmente de seus valores passados e de um termo de erro estocastico
(ruido branco). Um modelo autorregressivo de ordem p AR(p) é baseado na
combinagao linear de p valores passados para realizar uma previsao, tal como segue

na equacao.

D
Yo=u+ ) $iliyte (2.18)
k=1

Em que,

e Y, =Valor de demanda de agua observado no tempo t;

e = Média;

e p = Ordem da média movel,

e ¢ = Parametro autorregressivo;

e k = Numero de periodos historicos;

e ¢, =Erro de previsdo no tempo t.

A média moével (MA), modelo também linear, utiliza q erros dos valores
passados e sua combinacdo linear em relacdo a média para previsdo de demanda

futuras. O modelo de média mével MA(q) pode ser descrito como:
q

Yt = [l + Et + Hk Et—k (2'19)

k=1

Onde,



33

e g = Ordem da média movel,

e @ = Parametro de média modvel.

A combinagao dos modelos de médias moveis e os modelos autorregressivos
levam ao desenvolvimento do modelo de média moével autorregressivo (ARMA),
portanto, este modelo, para a previsdo de demandas de agua da série temporal, leva
em consideracao os valores observados em adendo aos erros passados. O processo

do modelo ARMA segue a seguinte equacgéo:

P q
Y, = u+ z b Yooy + €5 + z O €oi (2.20)
k=1 k=1

Assim como o modelo de média mével autorregressiva (ARMA), o modelo de
média movel integrada autorregressiva (ARIMA) é concebido pela combinagédo dos
modelos autorregressivo (AR) e de média mével (MA). No entanto, o ARIMA vai além
ao considerar explicitamente a falta de estacionariedade nos dados da série temporal.
Portanto, para avaliar se a série € estacionaria, sem considerar variagdes pontuais ou
saltos, € possivel empregar o teste de Dickey-Fuller, que € um teste de raiz unitaria.
A analise se fundamenta na hip6tese nula (Ho) de que o parémetro & é igual a zero,
indicando que a série é n&o estacionaria e ha uma raiz unitaria. Em contrapartida, a
hipotese alternativa (H1) sugere que a série € estacionaria, uma vez que ndo ha uma

raiz unitaria. O teste pode ser expresso pela seguinte equacgao:

AY, = 8Y,_, + € (2.21)

Tal que,
e AY; = Diferenga entre os valores sucessivos da série temporal,
e § = Parametro a ser testado;

e Y,_; = Valor anterior.

No entanto, quando se busca identificar degraus ou quebras estruturais,
decorrentes de mudangas significativas no comportamento da série temporal, como
alteracbes abruptas na média ou tendéncia, € recomendavel utilizar testes mais
especificos, como o teste de Chow, Zivot-Andrews, Bai-Perron e Quandt-Andrews.
Esses métodos sdo mais adequados para capturar e analisar tais rupturas no padrao

dos dados.
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Nesse interim, caso a série seja nao estacionaria e como os modelos discutido
anteriormente necessitam da estacionaridade para serem efetivamente aplicados, &
necessario a conversao da seérie para uma serie temporal estacionaria por meio da
diferenciacao de ordem d, componente “I” do método ARIMA, assim como segue:

I=Y,=Y,— Y,y (2.22)

Em que,

e Y'; = Componentes das diferengas tomadas da série.

O modelo ARIMA, portanto, trata-se da combinag¢ao do modelo autorregressivo
(AR), da diferenciacao (I) e do modelo de médias méveis, formando assim uma
abordagem abrangente para a modelagem de séries temporais.

¢p(B)(1 = B)?Y, = 0,(B)e; (2.23)

Tal que,

e B = Operador da defasagem (lag);

e ¢,(B) = Polinbmio de auto-regresséo de ordem p;

e 6,(B) = Polinbmio de média movel de ordem q;

e d = Numero de diferenciacdes.

Nos cenarios em que se identifica a presengca de sazonalidade na série
temporal, é apropriado empregar o modelo de média mével integrada autorregressiva
sazonal (SARIMA). A notagdo do modelo SARIMA(p,d,q)(P,D,Q)s envolve a
especificacao da ordem dos modelos AR(p), I(d) e MA(g) como parametros para uma
fungdo ARIMA, adicionando ainda os parametros AR(P), I(D), MA(Q) e s para a
componente sazonal, onde "s" representa o numero de observacbdes por

sazonalidade.

®p(B5)p,(B)(1 — B)L(1 — BS)PY, = 04(B*)6,(B)e; (2.24)

Onde,

e B = Operador da defasagem (lag);

e ®@,(B®) = Polinbmio de auto-regressao sazonal de ordem P;
04 (B?®) = Polindbmio de média moével sazonal de ordem Q;

e D = Numero de diferencia¢des sazonais.
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Vale ressaltar que os métodos de Série Temporal Univariada (UTS) mesmo
podendo trabalhar com perfis complexos, ndo levam em consideragao os efeitos de
variaveis externas como o clima e o valor das tarifas de agua. (Anele, Hamam, et al.,
2017). Portanto, a principal critica a estes métodos reside na omiss&o de considerar
os impactos das alteragdes demograficas, climaticas, econdmicas e tecnoldgicas, bem
como das variaveis e estratégias de gestdo da demanda de agua ao avaliar o futuro

consumo de agua (Donkor, Mazzuchi, et al., 2012).

2.5.3 Avaliacao e Selegao de Modelos
Para assegurar uma escolha apropriada dos modelos de previsdo de demanda
de agua, é crucial considerar os erros de previsdo que desempenham um papel
significativo na avaliagdo, tal que acuracia do modelo em relacdo aos dados
observados é determinada pela comparacao entre ambos. No entanto, de acordo com
Donkot, Mazzuchi, et al. (2012), para a melhor selegédo do modelo, é necessario seguir
as seguintes etapas:
1. Divisdo do conjunto de dados em um periodo de treino e um periodo de
teste;
Utilizacao do periodo de estimativa para modelar a demanda;
Avaliacdo da acuracia dos modelos, comparando as previsdes com 0s
valores observados tanto para o periodo de treino quanto para o periodo
de teste;
4. Selecao do melhor modelo com base no desempenho, conforme medido

por qualquer uma das medidas de erro especificadas a seguir.

A selecdo do modelo deve considerar tanto o desempenho no ajuste a série de
treino quanto a precisdo nas previsdes para a série de teste. Para isso, as métricas
de avaliagao sao divididas de maneira a refletir esses dois aspectos, garantindo uma
analise equilibrada entre a capacidade do modelo de aprender com os dados
historicos e sua habilidade de generalizar para dados futuros.

2.5.3.1 Avaliagcao do Ajuste
Assim como proposto por Costa (2022) e Anele, Hamam, et al. (2017), pode-se

utilizar o Critério de Informacado Akaike (AIC), originalmente proposto por Akaike
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(1974) para avaliar a acuracia de cada modelo e seu ajuste a curto prazo. O método

de AIC pode ser representado:
RSS
AIC = N.log (T) + 2k (2.25)

Em que,

e RSS = Numero de observacoes;

e RSS =Residuo estimado do modelo ajustado;

e k =Numero de parametros estimados para o modelo.

De acordo com Costa (2022), o critério em questao esta associado a teoria da
informacéo e tem a capacidade de quantificar a perda de informag¢ao de um modelo.
Ele oferece uma abordagem simples para a selegao do melhor modelo, sendo aquele
que apresenta o menor indice, uma vez que o método equilibra a qualidade do ajuste
com a complexidade do modelo, penalizando modelos com muitos parametros para
evitar o ovefffiting. I1sso implica que a escolha do melhor modelo esta diretamente
relacionada a sua capacidade de se aproximar dos dados, resultando na menor perda
de conhecimento.

Adicionalmente, o Teste de Ljung-Box deve ser aplicado para verificar a
independéncia dos residuos. Nesse teste, a hipotese nula (H,) postula que os
residuos do modelo ndo apresentam autocorrelacdo. Um valor-p superior a 0,05 indica
que a hipétese nula ndo pode ser rejeitada, sugerindo que os residuos sdo puramente
aleatérios e nao correlacionados, o que reforca a adequagao do modelo ao capturar
corretamente as estruturas subjacentes dos dados.

O calculo do teste é realizado por meio da analise da autocorrelacdo de uma
série de residuos em diferentes defasagens ao mesmo tempo, em que o valor
estatistico Q, que segue uma distribuigdo qui-quadrado com m graus de liberdade, é
definido como:

fic

Q=n(n+2) ) — (2.26)
k=1

Em que,
e n = Quantidade de dados;
e m = Numero de defasagens a serem testadas;

e 72 = Autocorrelagdo dos residuos na defasagem k.



37

2.5.3.2 Avaliagao do Ajuste e Previsao
O Erro Médio Absoluto (MAE) representa a diferenga meédia entre os valores
modelados e os valores observados para uma determinada base de dados. Sua

férmula é definida por:
1 n
MAE = ;Zm — Y (2.27)
t=1

Onde,

e Y, =Valor observado;

e Y, =Valor modelado.

Por sua vez, o Erro Médio Quadratico (MSE) mensura a média do quadrado da

diferencga entre os valores observados e os valores reais. Sua expressao € dada por:

n

1 N2
MSE = ;Z(Yt -1) (2.28)

t=1
Além disso, também pode-se empregar a Raiz do Erro Médio Quadratico

(RMSE), calculada pela seguinte equacéo:

n
1 R
RMSE = ;Z(Yt -7)° (2.29)
t=1

Portanto, para a comparacdo da performance dos modelos de previsao, o
modelo com o menor valor em uma medida de erro escolhida é considerado mais
acurado.

Ademais, vale também citar o Coeficiente de Eficiéncia de Nash-Sutcliffe
(NSE), métrica estatistica muito utilizada para validar modelos de previsdo em
hidrologia, principalmente, mas também em outras ciéncias ambientais. Dessa forma
o NSE mede a habilidade do modelo em prever valores em comparagao com a média
dos valores observados. Portanto o coeficiente € dado por:

Z?:l(yt - ?n)z (230)
?zl(Yt - Yn)z

NSE =1 —

Onde,
e Y = Média dos valores observados.
Os valores do NSE fornecem uma métrica clara do desempenho do modelo:

um NSE igual a 1 indica um ajuste perfeito, enquanto um valor maior que zero mostra
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qgue o modelo performa melhor do que a média dos valores observados. Um NSE igual
a zero significa que o modelo tem o mesmo desempenho que a média dos valores
observados, e qualquer valor negativo aponta para um desempenho inferior ao da
meédia.

Todavia, para avaliar o desempenho de modelos de regresséo linear, além das
métricas ja citadas, utilizam-se também o coeficiente de determinagao (R?) e o erro
padrao residual.

O coeficiente de determinacdo (R?) é uma métrica que indica a propor¢ao da
variabilidade dos dados que € explicada pelo modelo de regressao. Seu valor varia de
0 a 1, sendo que valores mais proximos de 1 indicam um ajuste melhor, ou seja, uma
maior capacidade do modelo de prever os valores observados. A formula para o
calculo do R? é dada por:

L E(-F) 2.3
(Y = Yp)?

R? =

O erro padréao residual (RSE), por sua vez, mede a precisdo das previsoes do
modelo, refletindo a média das distancias verticais entre os pontos observados e a
linha de regresséo ajustada, tal que residuos menores indicam melhores previsdes. O

erro padrao residual segue a formulagéo:

(Y, - 1)’ (2.32)
n—p

RSE =

Em que,

e p = Numero de variaveis explicativas no modelo.
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3 METODOLOGIA
3.1 Caracterizagdo da Area de Estudo

A Regido Administrativa do Lago Norte, RA n° XVII do Distrito Federal, foi
formalmente estabelecida pela Lei n® 641, de 10/01/1994, e teve suas diretrizes
regulamentadas pelo Decreto n° 15.516/94. Em seu inicio, a RA estava subordinada
a RA | - Plano Piloto, o que a coloca sob as restricdes e parametros de ocupacao do
Plano Piloto, devido a sua proximidade e vinculagdo urbanistica. A Regiao
Administrativa apresenta uma area total de 7.549,17 hectares e seu abastecimento de
agua é realizado pelos reservatorios do Torto, de Santa Maria, do Lago Paranoa e do

Ribeirao Bananal. A area do Lago Norte pode ser visualizada na Figura 3.1.
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Figura 3.1 - Localizagédo da Regido Administrativa do Lago Norte.

A Regidao Administrativa do Lago Norte abrange a Peninsula Norte, isto é o
Setor Habitacional Individual Norte (SHIN) e o Setor de Mansdes do Lago Norte
(SMLN), o Setor Habitacional Taquari, o Centro de Atividades e os Nucleos Rurais
Remanescentes, como o Nucleo Rural do Cérrego do Torto, Nucleo Rural do Cérrego
Jeriva e Nucleo Rural do Corrego do Urubu. Nessa configuragao, a RA oferece uma
variedade de infraestrutura, incluindo hospitais, parques ambientais, shoppings
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centers, espacos turisticos, escolas, postos de saude e uma delegacia (CODEPLAN,
2021). No entanto, é importante ressaltar que a area € primariamente residencial,

como pode ser visualizado na Figura 3.2.
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Figura 3.2 - Uso e ocupagao da RA Lago Norte.

O PDAD 2021 revela que a populagédo urbana do Lago Norte atingiu 37.539
habitantes, com uma renda domiciliar estimada em R$ 15.867,10, resultando em uma
média per capita de R$ 6.489,00. A pesquisa também estima 13.987 unidades de
domicilio particular ocupadas, com uma média de 2,7 moradores por domicilio. A
condigao permanente foi observada em 97,7% dos domicilios, com a maioria situada
em casas fora de condominio. A Figura 3.3 apresenta a distribuicdo dos domicilios

ocupados de acordo com o tipo.
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Casas fora de condominio Apartamentos Quitinetes/Estudios/Flats Casas em condominio

Figura 3.3 - Distribuigdo dos domicilios ocupados segundo o tipo.

Fonte: (CODEPLAN, 2021).

No que diz respeito ao abastecimento de agua, destaca-se que 94,9% dos
domicilios contavam com acesso a rede geral da Companhia de Saneamento
Ambiental do Distrito Federal (CAESB), enquanto 3% utilizavam pocgo/cisterna e 1,7%
tinham como fonte um pogo artesiano. Adicionalmente, 96,4% afirmaram possuir uma
caixa d'agua (CODEPLAN, 2021). A Tabela 3.1 apresenta a contagem de domicilios
com abastecimento de agua nas residéncias enquanto a Figura 3.4 exibe o respectivo

grafico.
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Tabela 3.1 - Abastecimento de agua no domicilio.

Total %
Variavel
Sim Nao Sim Nao
Rede geral
13.188 709 94,9 5,1
(CAESB)
Pocgo/Cisterna 489 13.376 3,5 96,5
Pogo artesiano 236 13.630 1,7 98,3
Captagao de
i (***) 13.850 (™) 99,9
agua da chuva
Gambiarra/gato (***) 13.850 (***) 99,8
Caixa d’agua 13.140 489 96,4 3,6

Fonte: (CODEPLAN, 2021).

Pogo Artesiano I 1,7%

Pocgo/Cisterna 3,5%

0,0% 30,0% 60,0% 90,0%

Figura 3.4 - Abastecimento de agua no domicilio.

Fonte: (CODEPLAN, 2021).

A Regido Administrativa do Lago Norte se destacou como pioneira na
implementagdo de um sistema avancado de telemetria. Desde as Quadras
Intermediarias (Ql) até as Quadras do Lago (QL) 1 a 16, foram instalados

estrategicamente dispositivos eletronicos nos hidrémetros de cada residéncia. Esses
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dispositivos realizaram leituras precisas do consumo de agua pelo menos quatro
vezes ao dia, de 11 de junho de 2019 a 3 de margo de 2023, enviando
automaticamente os dados, de forma segura, por meio da rede de telefonia celular
para os servidores da Companhia de Saneamento Ambiental do Distrito Federal
(CAESB). Nesse interim, para os propdsitos deste trabalho, a area de estudo abrange
exclusivamente a Peninsula Norte, onde os sistemas de medicao inteligente ja foram

plenamente implementados, conforme demonstrado na Figura 3.5.
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Figura 3.5 - Area de estudo.

A tecnologia implementada ndo apenas permite uma coleta de dados frequente,
mas também viabiliza a analise detalhada dos consumos diarios. Este avanco é crucial
para a identificacdo e controle de padrdes de uso, proporcionando a CAESB a
capacidade de adotar medidas de operacédo e prevencio eficientes. Além disso,
também é possivel detectar de forma agil os vazamentos nas tubulagdes domiciliares
da Regido Administrativa (Caesb, 2019).

O sistema de telemetria, impulsionado por um investimento aproximado de 1,7
milh&o de reais do Banco Interamericano de Desenvolvimento, representa um marco

significativo no aprimoramento de medi¢cdo de consumo de agua. Esse financiamento
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foi direcionado para beneficiar tanto a Companhia de Saneamento Ambiental do
Distrito Federal (CAESB) quanto o0s consumidores finais, impactando
aproximadamente 6 mil clientes por meio de uma inovadora tecnologia baseada na
Internet das Coisas (loT). Essa é a primeira vez que a loT é implementada em larga
escala no setor de saneamento basico brasileiro, representando um avango notavel.
O sistema de distribuigdo do Lago Norte € composto por um reservatério e a
infraestrutura de distribuicdo propriamente dita, incluindo tubulagdes e diversos
acessorios. O controle preciso do volume de agua fornecido a regido é realizado por
meio de dois macromedidores de vazao estrategicamente instalados a jusante do
reservatorio de distribuigdo. A configuragao hidraulica detalhada da area de estudo
pode ser visualizada na Figura 3.6. Essa representagao grafica oferece uma visao
clara da disposicéo e interconexao dos componentes do sistema, contribuindo para

uma compreensao abrangente da infraestrutura hidrica do Lago Norte.

Vem da ETA

~__ _

MM
Rede de distribuicdo
do Lago Norte
LEGENDA —— - I
ETA: Estagdo de tratamento de agua
RAP: Reservatorio apoiado % Hidrémetros
MM: Macromedidor

Figura 3.6 - Configuragao hidraulica do sistema de abastecimento de agua do Lago Norte.

No Lago Norte, atualmente, s&o registradas 6.692 ligagdes prediais, das quais
5.608 estdo equipadas com hidrobmetros dotados de sistema de telemetria,
representando, portanto, R$ 303,13 por ponto, baseado no investimento total para a
regido. Os hidrdbmetros empregados nessa regido pertencem a classe de exatidédo 1 e

sao do tipo ultrassénico, apresentando uma faixa de vazao maxima variavel entre 3,0
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m?3/h e 65 m3/h, sendo a maioria deles configurada para uma vazao de 3,0 m*/h. Todos
os hidrémetros estdo pré-equipados para a instalagdo de telemetria. A Figura 3.7

ilustra o modelo de hidrobmetro utilizado na area de estudo.

Figura 3.7 - Exemplo de hidrdmetro da area de estudo.

Os hidrébmetros implantados na Peninsula Norte sdo do modelo DIEHL
Metering da empresa Hydrus. Segundo o catalogo da empresa (HYDRUS, 2024)
esses hidrobmetros sao de alta precisao, feitos de latdo sem chumbo para instalagdes
residenciais, comerciais e industriais e contam com as seguintes caracteristicas:

e Precisdo extrema em fluxos de baixa vazao e estabilidade de medicado a

longo prazo;

o Deteccédo de vazamento integrada;

¢ Montavel em qualquer posicao de instalacao;

e Corpo de liga de cobre sem chumbo;

e Armazenamento de dados horarios por 42 dias;

e Protocolo Diehl Extended Encoder que inclui temperatura, alarmes e

mensagens de erro, entre outros.

Os dados técnicos gerais do hidrdmetro utilizado podem ser melhor observadas
na Tabela 3.2.



Tabela 3.2 - Dados técnicos gerais do hidrémetro DIEHL Metering da Hydrus.
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Dado Informacao
Temperatura da agua potavel 1°C a 50°C
Temperatura do ambiente de operagao -25°C a 55°C

Temperatura de armazenamento ambiente

-25°C a 70°C (32°C no maximo

para 1 hora)

Pressdo maxima de operagao

2,068e+6 Pa

Bateria

2 baterias 3.6 VDC de litio

Tempo de vida da bateria

Mais de 20 anos

Faixa de vazao operacional

0,023 a 7,27 m3h

Faixa de baixa vazao

0,009 a 0,023 m?h

Vazao inicial 0,004 m3/h
Precisao da faixa operacional +1,5
Precisdo da faixa de baixa vazao +5

Perda de presséao

13,79 kPa para 3,41 m3*/h

Fonte: Adaptado (HYDRUS, 2024).

Outrossim, as dimensdes do medidor, conforme o catalogo da Hydrus sao

expostas na Figura 3.8 e na Tabela 3.3.
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Figura 3.8 - Dimensdes do hidrobmetro DIEHL Metering da Hydrus.

Fonte: (HYDRUS, 2024).
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Tabela 3.3 - Dimensdes do hidrometro DIEHL Metering da Hydrus.

Dimenséao Valor
Comprimento de instalacao 228,6 mm
Comprimento do registro (L1) 88,9 mm
Largura do registro (W) 93,98 mm
Altura total (H) 101,6 mm
Altura do centro do tubo até o topo (H1) 68,58 mm

Fonte: Adaptado (HYDRUS, 2024).

O sistema de medicao inteligente implementado nos hidrébmetros da area de
estudo representa uma inovagéo significativa, permitindo o monitoramento em tempo
real das vazdes de consumo ao longo do dia. Essa abordagem nao apenas otimiza a
operacgao da rede de distribuicdo de agua, mas também promove a conscientizagéo e
a responsabilizacdo dos consumidores, ao envolvé-los de maneira mais ativa em
relagdo ao seu consumo hidrico.

No contexto da Peninsula Norte, a infraestrutura de medicdo compreende 5.608
hidrdbmetros equipados com radios de transmissdo de leitura e 5 gateways
responsaveis por receber os dados provenientes desses dispositivos. A rede de
comunicagdo adotada para o sistema de telemetria € composta por tecnologia
LoRaWan para a comunicagao interna e 3G/4G para a comunicagao externa. O
sistema supervisor utilizado € o WMNet, desenvolvido pela empresa contratada para
a instalacdo e gestdo dos sistemas de telemetria. Essa configuragdo oferece uma
estrutura robusta para a coleta, transmisséo e superviséo eficiente dos dados de
vazéo, promovendo uma gestdo mais inteligente e eficaz dos recursos hidricos na

regiao.

3.2 Modelagem do Consumo de Agua

Com base na fundamentacéo teodrica e nos dados de medi¢ao fornecidos pela
Companhia de Saneamento Ambiental do Distrito Federal (CAESB), foram
desenvolvidos modelos para a analise do consumo de agua, adotando a mesma
metodologia proposta por Costa (2022).

Todavia, inicialmente, antes de aplicar os modelos, foi necessario realizar o

tratamento dos dados brutos para garantir a precisao e eficiéncia desejadas para o
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estudo. Este processo envolveu a limpeza de dados, visando remocao de
inconsisténcias e erros que poderiam comprometer a integridade da andlise e a
corregao de outros, quando possivel. Este processamento foi fundamental para seguir
com confianga na analise e aplicacido dos modelos.

Nesse contexto, trés modelos foram empregados: o modelo ARIMA, SARIMA
e a regressao linear multipla multivariada. O escopo da modelagem visa avaliar o
padrdao de consumo no distrito de medigdo do Lago Norte, compreendendo as
variagoes diarias e horarias, além de possibilitar a utilizacdo dos dados de telemetria
para desenvolver uma ferramenta que apoie o dimensionamento de redes de agua,
seguindo uma abordagem semelhante a do presente estudo de caso. E relevante
destacar que a simulagado de todos os modelos foi executada por meio do software
RStudio.

E importante destacar que, para o estudo, foi realizada uma analise abrangente
de uma amostra representativa da Peninsula Norte. O objetivo foi extrapolar os dados
de consumo para toda a regido, permitindo a aplicagdo subsequente dos modelos de

previsdo com base em uma amostra que reflete as caracteristicas gerais da area.

3.21 Modelo ARIMA
Com base nos dados de consumo, organizados para cada hidrbmetro da
amostra representativa da area de estudo e posteriormente agrupados em valores
meédios diarios, criou-se a série temporal de vazdo para analise e modelagem da
regiao de estudo como um todo. O método de determinagdo dos parametros (p, d, q)
do modelo ARIMA (Equacéo 2.23) é apresentado detalhadamente a seguir:
1. Divisdo da base de dados em conjunto de treino (80% do total) e conjunto
de teste (20% do total);
2. Aplicagao do teste de Dickey-Fuller para avaliagdo da estacionariedade da
série temporal;
3. Estabelecimento dos parametros do modelo pelo pacote auto.arima do
RStudio;
Implementacéo da simulacdo do Modelo ARIMA,;
Avaliacdo do desempenho do ajuste;

Analise dos resultados do AIC;

N o o R

Analise da correlag&o de residuos pelo teste de Ljung-Box;
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Realizagédo, por meio do RStudio, do calculo dos valores de MAE (Erro
Absoluto Médio), RMSE (Erro Quadratico Médio Quadratico) e NSE (Nash-

Sutcliffe) para avaliar tanto o ajuste quanto a previsao.

3.2.2 Modelo SARIMA

Assim como no modelo ARIMA, o modelo SARIMA também se fundamentara

na série temporal média geral da regido de estudo. Entretanto, neste modelo, sera

incorporada a sazonalidade semanal. O processo detalhado para a determinagao dos

parametros (p, d, q) (P, D, Q) s do método SARIMA (Equacao 2.24) é descrito a seguir:

3.2.3

1.

© N o 0 &

Divisdo da base de dados em conjunto de treino (80% do total) e conjunto
de teste (20% do total);

Aplicagao do teste de Dickey-Fuller para avaliagao da estacionariedade da
série temporal;

Estabelecimento dos parametros do modelo pelo pacote auto.arima do
RStudio;

Implementacao da simulagdo do Modelo SARIMA;

Avaliacdo do desempenho do ajuste;

Andlise dos resultados do AIC;

Analise da correlagao de residuos pelo teste de Ljung-Box;

Realizagédo, por meio do RStudio, do calculo dos valores de MAE (Erro
Absoluto Médio), RMSE (Erro Quadratico Médio Quadratico) e NSE (Nash-

Sutcliffe) para tanto o ajuste quanto a previséao.

Modelo de Regressao Linear Multivariada

Dado que a Regressao Linear Multivariada incorpora variaveis explicativas

além dos dados temporais das vazdes de consumo, serao empregados

procedimentos distintos em comparagdo com os modelos anteriores, visando

identificar as relagbes entre as variaveis propostas (Costa, 2022). Desta forma, para

este modelo, serdo seguidos os seguintes passos:

1.

Por meio dos dados de vazdo médio diarios, serdo organizadas em um
banco de dados outras variaveis, como: intervalo do dia para quando o dia
foi computado, a vazdo de consumo média, a vazdo de consumo no

intervalo anterior e as vazdes para 0 mesmo dia nas semanas anteriores;
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Analise da correlagéo entre as variaveis para definir a significancia de cada
uma para o modelo de regressao linear multivariada. Para isso sera
calculada a matriz de correlagédo com os valores do coeficiente de Pearson,;
Processamento das variaveis significativas;

Parametrizacao estatistica da equagao que descreve a relagao entre as
variaveis explicativas e a vazao de consumo;

Avaliacdo do desempenho do modelo a partir dos valores de AlIC, R?, RSE
e NSE.
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4 RESULTADOS
4.1 Tratamento de Dados

Inicialmente, foram recebidos dados de vazao da Companhia de Saneamento
Ambiental de Brasilia (Caesb), abrangendo o periodo de 11 de junho de 2019 a 1 de
margo de 2023, distribuidos em arquivos .csv organizados por ano. No entanto,
observou-se que os dados de 2019, 2020 e 2021 nao eram representativos. Isso se
deve ao fato de que a empresa responsavel pela manutencdo e monitoramento dos
medidores inteligentes na regido de estudo iniciou a troca de todos os aparelhos de
telemetria da regido, que se mostraram defeituosos, apenas em agosto de 2021.
Como resultado, os dados desses anos, anteriores a troca dos equipamentos, foram
descartados por ndo serem adequados para o estudo.

Adicionalmente, o contrato de licitacdo com a empresa responsavel pelos
medidores inteligentes tinha vigéncia até margo de 2023. Por conta da proximidade
do término do contrato, a empresa nao realizou as manutencdes necessarias, o que
resultou em anomalias nos dados de 2023. Assim, esses dados também foram
desconsiderados. Portanto, para o presente estudo, foram considerados apenas os
dados do ano de 2022 disponibilizados pela Caesb, totalizando, ainda sim, 44.948.697
de observagdes para realizar a analise.

Com isso, deu-se inicio ao tratamento dos dados. Os dados fornecidos
continham oito colunas: identificador da leitura (IDE_TAG), data da leitura
(DTA_TAG), valor da leitura (VLR_TAG_LEIl), nome da leitura (NOM_TAG),
identificador do equipamento (IDE_EQU), data de ativagéo do ponto (DTA_ATI_PTO),
inscricdo do imével (INS_IMO) e auxiliar de inscricdo do imével (INS_IMO_AUX).
Contudo, algumas dessas colunas ndo eram relevantes para o estudo e foram
excluidas, sendo elas as colunas referentes ao nome da leitura, a data de ativacao do
ponto e ao auxiliar de inscricgdo do imdvel, uma vez que este ultimo apresentava
valores idénticos aos da inscricdo do imovel.

Para facilitar a organizagéo, as colunas remanescentes foram renomeadas e
as unidades dos dados foram reatribuidas, visto que muitas delas haviam perdido sua
unidade original ao serem importadas do arquivo .csv. A partir disso, o identificador foi
definido como um valor numérico, a inscrigao do imével foi configurada como um valor
inteiro, a data foi ajustada para o formato POSIX no padrao Ano-Més-Dia Hora-Minuto-

Segundo, e a leitura foi definida como um valor numérico. Vale ressaltar que o formato
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POSIX é um padrao amplamente utilizado para representar data e hora de maneira
consistente e legivel dentro do RStudio.

Em seguida, foi realizada a limpeza inicial dos dados, removendo duplicatas,
valores ausentes (NA) e leituras negativas do dataframe. Além disso, para garantir
que apenas os dados transmitidos pelos medidores substituidos em 2021 fossem
mantidos, os dados foram filtrados com base no identificador do equipamento,
considerando que os medidores atualizados comegavam com "70B3". Como resultado
dessas etapas de limpeza e filtragem, o conjunto de dados foi reduzido para
43.366.619 registros, 1.582.078 observagbes a menos.

Prosseguiu-se com o ordenamento dos dados por imével e data de leitura,
seguido pela retirada de uma amostra com um nivel de confianga de 95% e uma
margem de erro de 0,05, selecionando uma amostra de 360 imoveis dos 5678
presentes no dataframe, abrangendo, assim, um total de 6.668.776 dados. Por fim, foi
realizada a criagdo de intervalos regulares de 4 horas, uma vez que a maioria das
leituras seguia esse padrao com o objetivo de facilitar a analise.

Em seguida, foram identificados e corrigidos os spikes nos dados, por meio do
método do intervalo interquartil (IQR), tal que os valores identificados como anémalos
foram substituidos por NA. Posteriormente, esses campos Not Available foram
preenchidos utilizando progressao aritmética entre o primeiro e o ultimo valor
numeérico adjacente a cada NA. Nos casos em que essa substituicdo n&o foi possivel,
pela falta de numeros adjacentes a montante e/ou a jusante do valor n&o disponivel,
o0 campo ficou sem preenchimento.

A analise do intervalo interquartil (IQR) dos dados revelou a presenga de uma
anomalia significativa no dataframe. O IQR, que reflete a dispers&o dos valores entre
o primeiro e o terceiro quartil apontou valores extremamente elevados. Esse resultado
indica uma variabilidade excessiva dentro do conjunto de dados, sugerindo que
existem ainda spikes significativos influenciando a distribuicdo, tal que estes néao
foram identificados pelo método IQR.

Portanto, em seguida, o volume de consumo em m? foi calculado subtraindo a
leitura anterior da leitura atual. Isto posto, foram eliminados quaisquer valores de
volume de consumo negativos, ja que esses indicam um decréscimo entre leituras
consecutivas, que, na pratica, ndo ocorre em medi¢gdes volumétricas de consumo de

hidrbmetros, demonstrando falha nos aparelhos ou na transmissao de informacéo.
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Assim, a quantidade de dados baixou, chegando a 6.564.746. Os valores de volume

de consumo calculados podem ser observados na Tabela 4.1.

Tabela 4.1 - Valores de volume de consumo entre leituras consecutivas na amostra.

e Volume de
consumo (m3)
Min. 0,000
1° Qu. 0,039
Mediana 0,555
Média 5,984
3° Qu. 1,987
Max. 3201,800

Concluiu-se que ainda havia spikes impactando a analise, evidenciados por
valores de consumo de até 3.201,8 m?® entre leituras consecutivas. Considerando que
a maioria das leituras ocorre a cada 4 horas, esse valor é claramente injustificavel.
Para abordar esse problema, os dados foram analisados em busca de possiveis erros,
e verificou-se que, na maioria dos casos, esses picos resultaram de gaps entre leituras
dentro de cada imdvel, onde o consumo de varios dias foi acumulado em uma unica
leitura subsequente.

Nesse interim, dentro da amostra representativa, calculou-se a média do
volume de consumo para cada imovel. Assim, utilizando os valores de referéncia
fornecidos por Tsutyia (2004) para o Setor Lapa da RMSP, conforme detalhado nas
Tabela 2.4 e Tabela 2.5, foram identificados e substituidos os valores de volume
consumo anbmalos. Para isso, estabeleceu-se um limite para a identificagcdo de
outliers, calculado como o produto K; * K, * Média por imével, onde K1 e K2 sé&o
coeficientes determinados, conforme discutido no item 2.4, resultando em um valor de
3,8 4,3 x Média por imével. Os valores que ultrapassaram esse limite foram
substituidos por NA.

Com os outliers identificados, procedeu-se ao calculo da média de volume de
consumo para cada intervalo de 4 horas em cada imével. Essas médias foram

utilizadas para preencher os valores ausentes (NA), garantindo a continuidade e a
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consisténcia dos dados. Esse processo finalizou o tratamento dos dados fornecidos,

resultando nos valores apresentados na Tabela 4.2.

Tabela 4.2 - Valores de volume de consumo entre leituras consecutivas na amostra apés tratamento.

e Volume de
consumo (m3)

Min. 0,0000
1° Qu. 0,0010
Mediana 0,0040
Média 0,0359
3° Qu. 0,0180
Max. 20,6000

Embora ainda tenha sido possivel identificar a presenga de valores
abruptamente altos, esses tiveram um impacto minimo na média geral diaria da regido
de estudo. Como o foco deste estudo é a modelagem da média geral dos dados da
amostra, a influéncia desses valores foi insignificante, representando apenas cerca de
0,4% dos 6.564.746 registros amostrais. Com isso, a média de consumo foi calculada

para cada dia, e os dados tratados foram exportados em um arquivo .csv.

Tabela 4.3 - Valores de volume de consumo médio diarios na amostra.

e Volume de
consumo (m3)

Min. 0,01200
1° Qu. 0,02700
Mediana 0,03700
Média 0,03673
3° Qu. 0,04400
Max. 0,08900
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4.2 Modelagem de Consumo
4.21 Série Temporal

Com os dados tratados, iniciou-se a modelagem do consumo. Os dados foram
importados para o RStudio, onde foi necessario realizar uma transformacgao inicial
para calcular o consumo diario em L/h. Considerando que o volume de consumo
estava em m3dia, a conversido foi feita dividindo o volume por 24 horas,
correspondente a um dia, e multiplicando o resultado por 1.000 para converter de m?
para litros.

Apoés a conversao dos dados, eles foram transformados em uma série temporal
utilizando o pacote ts do R. Esse pacote cria objetos de séries temporais no R, que
podem ser vetores ou matrizes e que herdam a classe fs. Isso permite que esses
objetos realizem operagbes aritméticas e alinhem os eixos temporais de forma
adequada, além de incluir atributos adicionais que representam dados amostrados em
unidades de tempo.

O argumento frequency do pacote ts especifica a frequéncia de amostragem
da série temporal. Neste caso, foi utilizado o valor 7, uma vez que os dados sao
amostrados diariamente e a sazonalidade esperada da série € de uma semana. Dessa
forma, foi possivel plotar o autocorrelograma e o autocorrelograma parcial da série

temporal, representados na Figura 4.1.
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Figura 4.1 - Autocorrelograma e autocorrelograma parcial da série temporal.
A ACF mede o grau de correlagao entre uma observacao da série temporal e
suas versdes defasadas em diferentes lags, enquanto a PACF elimina a influéncia dos

lags intermediarios, permitindo avaliar a correlagdo direta entre uma observagéo e
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uma defasagem especifica, sem interferéncia de outras. Dessa forma, os graficos
resultantes sdo usados para sugerir 0 numero de lags relevantes.

Além disso, para assegurar a integridade dos dados e garantir maior seguranga
na analise, foi utilizado o pacote tsclean, que tem a funcao de identificar e substituir
outliers e valores faltantes em séries temporais. O pacote emprega a metodologia de
outro pacote do R, denominado supsmu, para suavizagao de séries. Para substituir
valores faltantes e outliers, € aplicada a interpolagéo linear, que ajusta os dados de
forma continua e precisa ao longo da série temporal. A limpeza realizada nao
identificou nenhum outlier novo.

Neste contexto, procedeu-se a verificagdo de estacionariedade da série
temporal utilizando o pacote adf.test, que executa o Teste de Dickey-Fuller. Este teste
avalia a hipdtese nula de que uma série temporal univariada possui uma raiz unitaria,
0 que indicaria que a série é nido estacionaria. O valor-p obtido foi de 0,01, que é
inferior a 0,05, levando a rejei¢ao da hipotese nula.

Dado que a série foi confirmada como estacionaria com nivel de confianca de
95%, o critério de diferenciagao para os modelos ARIMA e SARIMA pode ser ajustado
para zero, pois a diferenciacdo ndao €& necessaria. Assim, apesar da série ser
estacionaria, a modelagem prosseguiu com ARIMA e SARIMA para garantir a
adequacao completa do modelo, considerando que esses modelos incluem
componentes adicionais que podem ser uteis para capturar padrées mais complexos,
além da simples estacionariedade.

Série Temporal
Dados de consumo médio diario de 2022

Vazao (L/h)

Jan Fev Mar Abr Mai Jun Jul Ago Set Out Nov Dez

Tempo

Figura 4.2 — Série temporal e vazao média dos dados observados.
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Assim, pode-se observar que a série temporal ajustada da Figura 4.2 apresenta
valores de consumo inferiores a média (representada pela linha vermelha tracejada)
de janeiro a abril de 2022. Contudo a partir de maio, nota-se que os valores de
consumo variam em torno da média, tanto para mais quanto para menos. Ao realizar
uma analise pormenorizada dos motivos dessa discrepancia, observou-se que a
quantidade de dados se manteve constante ao longo dos meses, girando em torno de
uma média de 548.896 dados mensais. Todavia, ao analisar os imoéveis
minuciosamente, foi perceptivel que a partir de maio, alguns imdveis realmente
apresentaram valores de volume de consumo elevados, portanto, elevando a vazao
média concomitantemente.

No entanto, de maneira geral, os valores de consumo ndo se desviam
significativamente da média de 1,530 L/h, mantendo-se dentro de uma variagéo
constante ao longo do tempo, tanto positiva quanto negativa. observa-se que a
variagdo maxima diaria em novembro atingiu 3,708 L/h, o que representa um aumento
de 2,42 vezes em relacdo a vazdo meédia, valor esse que aponta uma variacdo duas
vezes maior do que a fixada na literatura para projetos, isto &€, K1 = 1,2. Assim, ao
comparar a variagcdo maxima diaria calculada com os valores observados e as

formulagbes de K1 discutidas no ltem 2.4, chegou-se aos seguintes resultados:
Tabela 4.4 - Comparativo de Ki.

Dados | AWWA 1 | AWWA 2 | Tricarico
2,42 2,97 1,77 1,34

Ao realizar o comparativo entre as variagdbes maximas diarias de vazao
utilizando diferentes abordagens, os resultados obtidos mostram discrepancias
significativas entre os métodos. O valor observado de 2,42 esta mais proximo do
método AWWA 1, que apresentou uma variagao de 2,97. Ja o método AWWA 2
apresentou um valor consideravelmente mais baixo, enquanto o método de Tricarico,
por sua vez, resultou em uma variacdo de 1,34. Comparativamente, o modelo de
Tricarico apresenta uma estimativa mais conservadora, sendo menor que os métodos
AWWA, mas ainda assim superior a meédia da variagao observada. Essas diferencas
sugerem que os métodos adotados podem influenciar diretamente a analise de

capacidade e dimensionamento dos sistemas hidraulicos.
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Nessa perspectiva, com a série temporal e a analise de variacbes de consumo
diaria finalizadas, partiu para a modelagem de consumo.
4.2.2 Modelo ARIMA

Para iniciar a modelagem, a série temporal foi dividida em duas partes: uma
série de treino, que correspondeu a 80% dos dados, e uma série de teste, que
representou os 20% restantes. Com essa divisao, utilizou-se o pacote auto.arima do
RStudio para determinar os coeficientes do modelo, tal que ele seleciona
automaticamente o melhor modelo ARIMA com base no menor valor do Critério de
Informacao de Akaike (AIC), que indica a menor perda de informagéao possivel.

O auto.arima realiza uma busca entre diversas configuragdes de modelos,
considerando as informagdes fornecidas. Ao definir o parametro stepwise = FALSE, a
funcdo foi configurada para explorar todas as possiveis combinagdes de modelos,
mesmo que isso implique um processo mais demorado, garantindo assim a escolha
do modelo mais adequado. Portanto, para o presente estudo, obteve-se um modelo

ARIMA(5,1,0), em que os coeficientes resultantes foram:
Tabela 4.5 - Coeficientes modelo ARIMA.

Coeficiente Valor Erro padrao Valor-p
ar1 -0,3926 0,0535 2,206e-13
ar2 -0,5541 0,0571 <2,2e-16
ar3 -0,3705 0,0620 2,356e-09
ar4 -0,2168 0,0571 0,0001446
ar5 -0,4070 0,0537 3,464e-14

Os valores p encontrados sao todos significativamente baixos, menores que
0,05, indicando que os coeficientes sao estatisticamente significativos e
demonstrando que para o modelo ARIMA o valor previsto depende dos ultimos 5
valores passados. No entanto, apesar de o teste de Dickey-Fuller indicar que a série
temporal é estacionaria, o pacote autfo.arima sugeriu um modelo com ordem de
integracdo 1. Essa recomendagao pode refletir a necessidade de incluir uma
diferenciagcao sazonal que nao foi identificada na analise inicial da série. A inclusao
dessa diferenciacdo pode ser crucial para capturar padrbes sazonais que nado sao
evidentes na analise de estacionariedade ou para evitar o overfitting, promovendo um

ajuste mais robusto e geral do modelo.
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Desse modo, foram feitos testes do ajuste do modelo em relagdo aos valores
observados, utilizando as métricas de avaliagao AIC, MAE, RMSE e NSE, assim como
detalhado na Tabela 4.6.

Tabela 4.6 - Métricas de avaliacao do ajuste ARIMA.
AlIC MAE RMSE NSE
370,51 | 0,3643 | 0,4462 | 0,3234

O critério de informacdo de Akaike (AIC) de 370,51 indica que o modelo
ARIMA(5,1,0) consegue equilibrar adequadamente a complexidade do modelo com a
adaptacao aos dados. O AIC penaliza a complexidade do modelo e um valor menor
sugere um ajuste mais preciso, porém é essencial comparar esse valor com outros
modelos para uma avaliagdo abrangente. Por outro lado, o RMSE de 0,4462
representa a magnitude média dos erros do ajuste. Com esse valor relativamente
significativo, podemos inferir que o modelo consegue capturar algumas das variagdes
nos dados, porém nao é capaz de eliminar completamente os erros.

O MAE de 0,3643 reflete a média dos erros absolutos entre os valores previstos
e observados. Valores menores de MAE indicam menor desvio médio e reforgam a
precisdo dos dados modelados. Ja o NSE de 0,3234 aponta para uma eficiéncia
moderada para baixa do modelo que sugere que o modelo consegue capturar uma
parte minima da variabilidade nos dados ainda e necessita de melhorias notaveis na
captura da dinamica completa do consumo.

As métricas AIC, RMSE e MAE do modelo ARIMA(5,1,0) sugerem que o
modelo se ajusta singelamente aos dados observados, tal que o valor do NSE de
0,3234 aponta para uma eficiéncia limitada, talvez devido a auséncia de
sazonalidades ou outros fatores ndo incluidos na modelagem. Conclui-se, que o
ARIMA nao captura todas as nuances da série temporal, portanto, € recomendavel
considerar métodos alternativos ou ajustes adicionais. Dessa forma, o modelo

ajustado pode ser melhor observado na Figura 4.3.
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Ajuste ARIMA
Dados de consumo médios didrios de 2022

Legenda

[p%]

Dados de consumo
— Ajuste ARIMA

Vazao (L/h)

Jan Fev Mar Abr Mai Jun Jul Ago Set Out Nov Dez

Tempo

Figura 4.3 - Ajuste ARIMA.

Ao analisar os residuos do modelo em relagdo aos dados, por meio do pacote
coeftest, o teste de Ljung-Box apresentou um valor-p de 2,265e-14, que é
significativamente menor que 0,05. Isso indica que ha correlagao entre os residuos,
sugerindo que eles ndo se comportam como um ruido branco. Portanto, a auséncia
de ruido branco nos residuos sugere que o modelo pode n&o ter capturado todas as
dinamicas subjacentes da série temporal, uma vez que, em um modelo bem ajustado,
os residuos deveriam se comportar de tal forma, representando que restou apenas a
aleatoriedade néo explicada. Ademais, também foi realizada a verificagao grafica dos
residuos por meio do histograma e do grafico de dispersdao em relagdo a vazao,
representados na Figura 4.4 e Figura 4.5.
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Histograma dos residuos ARIMA
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Figura 4.4 - Histograma dos residuos ARIMA.
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Figura 4.5 - Grafico de dispersao dos residuos ARIMA.

Nesse contexto, a analise grafica dos residuos revelou uma distribuicao
proxima a normalidade, sugerindo que os erros estao distribuidos de forma aleatéria
em torno da média zero. Além disso, observou-se que a variancia dos residuos
permaneceu constante em relagdo aos valores previstos, indicando que o modelo
também apresenta homocedasticidade.

Outrossim, foi realizado também o estudo de diferentes parametros no modelo

para realizar um comparativo das métricas utilizadas em modelos mais simples, com
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menos termos autorregressivos. A Tabela 4.7 demonstra a diferenga entre os variados

modelos.
Tabela 4.7 - Comparativo modelo ARIMA.
Modelo AlIC MAE RMSE NSE valor:p o teste ce

Ljung-Box

ARIMA(1,1,0) | 475,83 | 0,4277 0,5433 | -0,0033 <2,2e-16

ARIMA(2,1,0) | 424,38 | 0,4015 0,4953 0,1661 <2,2e-16

ARIMA(3,1,0) | 419,89 | 0,3965 0,4898 0,1846 <2,2e-16

ARIMA(4,1,0) | 420,58 | 0,3971 0,4887 0,1883 <2,2e-16

ARIMA(5,1,0) | 370,51 0,3644 0,4462 0,3234 2,265e-14

Por conseguinte, observa-se a melhora de todas as meétricas conforme o
modelo se mostrou mais complexo, ou seja, com um maior parametro de
autoregressividade, até chegar no modelo ARIMA(5,1,0).

Todavia, ainda com todas as limitagdes levantadas e identificadas, optou-se
por continuar a previsao do consumo de agua para os ultimos 20% dos dados como
parte do estudo, utilizando o pacote forecast do RStudio. A Tabela 4.8 apresenta as

métricas de avaliagcao para a previsdo gerada pelo modelo ARIMA(5,0,1).

Tabela 4.8 - Métricas de avaliagédo da previsdao ARIMA.

MAE RMSE NSE
0,3792 | 0,5020 | 0,0176

Os valores dos erros calculados sugerem que, apesar das previsdes geradas
pelo modelo ARIMA, a sua precisao € bastante limitada. O valor baixo do NSE, em
particular, destaca que o modelo ndo conseguiu oferecer uma melhoria significativa
em relagcdo ao simples uso da média dos valores observados, o que indica uma
performance insatisfatoria.

Essa baixa eficiéncia pode ser atribuida a auséncia de consideracdo de
sazonalidade no modelo. A série temporal de consumo de agua apresenta padroes
sazonais claros, e a falta de um componente sazonal na modelagem pode ter
contribuido para a inadequacado das previsdes. A variabilidade nos padrées de

consumo ao longo do tempo, muitas vezes influenciada por fatores, como variagdes
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de temperatura e umidade, bem como por outros fatores externos, como mudancas
na populacao ou eventos especificos, ndo foi adequadamente capturada.

Portanto, a limitagdo do modelo ARIMA, nesse contexto, ressalta a
necessidade de incorporar fatores sazonais. Considerar modelos que lidem
explicitamente com sazonalidade e variaveis externas pode proporcionar uma
representacdo mais robusta e precisa dos padrées de consumo, possibilitando
previsdes mais confiaveis.

Previsdao ARIMA
Comparagéo entre dados reais e previsdes

Legenda

2 Dados de consumo
— Ajuste ARIMA
Previsdo ARIMA

Vazdo (L/h)

Jan Fev Mar Abr Mai Jun Jul Ago Set Out Nov Dez

Tempo

Figura 4.6 - Previsdo ARIMA.

Além disso, ao observar o grafico de previsdo, demonstrado na Figura 4.6,
observa-se que a previsao do modelo ARIMA resultou em previsdes pouco assertivas
a curto prazo seguidas de uma linha reta, que se aproxima da média de consumo para
o periodo teste. Esse comportamento sugere que o modelo ndo conseguiu capturar
as variagdes significativas nos dados de consumo de agua, apresentando previsoes
quase que constantes ao longo do periodo analisado.

A presenca de uma linha reta nas previsdes indica que o modelo pode estar
restringido em sua capacidade de adaptar-se as flutuagdes reais dos dados. Em um
cenario ideal, o grafico de previsbes deveria mostrar variagbes que refletem os
padrdes historicos do consumo de agua, incluindo picos e vales que sao tipicos em
séries temporais complexas.

Ademais, foi possivel identificar uma limitagéo significativa no pacote forecast,

que se restringe ao uso exclusivo dos valores modelados para realizar previsdes. No
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caso especifico do modelo ARIMA, constatou-se que, no curto prazo, o desempenho
na previsdo de valores futuros apresentou uma precisdo razoavel. Entretanto, a
medida que o horizonte de previsao se estende, a eficacia do modelo diminui. Para
melhorar a acuracia em previsdes de longo prazo, seria necessario realimentar o
modelo com novos dados observados ao longo do tempo, permitindo que ele capture
variagdes recentes na série historica e, assim, ajuste suas estimativas de forma mais

robusta.

4.2.3 Modelo SARIMA
O modelo SARIMA selecionado, conforme identificado pelo auto.arima, foi

SARIMA(1,0,1)(0,1,2)[7]. Os coeficientes estimados sao apresentados na Tabela 4.9.
Tabela 4.9 - Coeficientes modelo SARIMA.

Coeficiente Valor Erro padrao Valor-p
ar1 0,8620 0,0548 <2,2e-16
ma1 -0,3659 0,0960 0,0001389

sma1 -1,0364 0,0638 <2,2e-16
sma2 0,1191 0,0593 0,0446940

Os resultados indicam que todos os coeficientes sao estatisticamente
significativos, com valores de p menores que 0,05, o que demonstra a importancia
deles no modelo.

Desse modo, foram feitos testes do ajuste do modelo em relagdo aos valores
observados, utilizando as métricas de avaliagao AIC, MAE, RMSE e NSE, assim como
detalhado na Tabela 4.6.

Tabela 4.10 - Métricas de avaliagéo do ajuste SARIMA.
AIC MAE RMSE NSE
141,82 | 0,2158 | 0,2941 | 0,7061

O valor do Critério de Informacédo de Akaike sugere um equilibrio entre a
qualidade do ajuste e a sua simplicidade, mostrando uma menor perda de
conhecimento em relagcdo ao modelo ARIMA, logo, pelo AIC o modelo ajustado
captura melhor os padrdes de consumo observados. O MAE, por sua vez, se mostrou

baixo, indicando também um ajuste preciso, com erros médios relativamente
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pequenos. Ja o RMSE, que penaliza erros maiores de forma mais severa em
comparagao com o MAE, foi proximo de 0,3, sugerindo que, apesar de existirem
alguns erros de maior magnitude, o modelo ainda consegue modelar bem as
flutuagbes observadas. Por fim o Nash-Sutcliffe de 0,7061 indicou um ajuste
razoavelmente bom, capturando mais de 70% da variabilidade dos dados observados,
que embora nao seja perfeito, € eficaz para realizar previsdes.

Os resultados indicam uma melhora no ajuste do modelo SARIMA em relagao
ao ARIMA, com um bom desempenho em termos de precisao e eficiéncia. Logo, cria-
se uma base sodlida para considerar o modelo como uma opg¢ao viavel para
entendimento e previsdo de consumo de agua.

Ajuste SARIMA
Dados de consumo meédios diarios de 2022

Legenda

Dados de consumo
— Ajuste SARIMA

Vazdo (L/h)

Jan Fev Mar Abr Mai Jun Jul Ago Set Out Nov Dez

Tempo

Figura 4.7 - Ajuste SARIMA.

Observando o grafico na Figura 4.7, nota-se que o modelo ajustado conseguiu
capturar bem a tendéncia da série temporal. No entanto, ele ainda apresenta
limitagSes na previsdo de grandes variagdes no consumo de agua.

Em relagdo aos residuos do modelo, o teste de Ljung-Box apresentou um valor-
p de 0,8139. Esse resultado contribui para a rejei¢ao da hipoétese nula, indicando que
os residuos nao sao autocorrelacionados e se comportam como um ruido branco. Isso
sugere que o modelo foi bem ajustado, pois os residuos representam apenas a
variabilidade aleatéria dos dados, sem padrdo de dependéncia temporal

remanescente. Assim, também foi realizada a analise grafica, que concluiu tanto a
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normalidade quanto a homoscedasticidade dos residuos. Os graficos plotados podem

ser visualizados nas Figura 4.8 e Figura 4.9.
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Figura 4.8 - Histograma dos residuos SARIMA.
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Figura 4.9 - Grafico de dispersdo dos residuos SARIMA.

Da mesma forma como realizado para o modelo ARIMA, também foram

estudados diferentes modelos como critério comparativo, tal como mostra a Tabela

4.11. Isto posto, observa-se que modelos mais simples mostram métricas piores,
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enquanto modelos mais complexos mesmo apresentam erros menores, Sao

penalizados no critério de Akaike, pela maior quantidade de parametros.

Tabela 4.11 - Comparativo modelos SARIMA.

Valor-p do
Modelo AlIC MAE RMSE NSE | teste de Ljung-
Box
SARIMA(1,0,1)(0,1,1)[7] | 143,63 | 0,2177 | 0,2955 | 0,7031 0,489
SARIMA(1,0,1)(0,1,2)[7] | 141,82 | 0,2158 | 0,2941 | 0,7061 0,814
SARIMA(2,0,2)(0,1,2)[7] | 142,87 | 0,2147 | 0,2919 | 0,2719 0,841
SARIMA(2,0,3)(0,1,3)[7] | 146,38 | 0,2143 | 0,2917 | 0,7107 0,863

Consequentemente, prosseguiu-se com a previsdo do modelo utilizando a série
temporal de teste, com o objetivo de verificar se a qualidade da previsao seria

comparavel a do ajuste inicial.

Tabela 4.12 - Métricas de avaliagao da previsdo ARIMA.

MAE RMSE NSE
0,3372 | 0,4656 | 0,2098

O Erro Médio Absoluto (MAE) de 0,3372 sugere que, em média, 0 modelo
apresenta um desvio de 0,3372 unidades em relagao aos valores observados, o que
aponta para uma precisado razoavel na previsdo. No entanto, isso também evidencia
algumas limitagdes na captura e modelagem das variagdes nos dados de consumo
de agua. O valor do Erro Quadratico Médio (RMSE) de 0,4656 corrobora essa
observacgdo, indicando que o modelo enfrenta dificuldades em prever grandes
flutuagbes no consumo de agua, o que resulta em discrepancias mais acentuadas
para determinados pontos de dados.

Por fim, o Coeficiente de Eficiéncia de Nash-Sutcliffe (NSE) de 0,2098
demonstra que o modelo SARIMA n&o estd capturando adequadamente a
variabilidade do consumo de agua no periodo teste. Esse valor sugere que, utilizar o
modelo ajustado como previsdo poderia ser uma abordagem mais eficaz do que a

prépria média. Entretanto, ainda assim, o modelo n&o conseguiu reproduzir a
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complexidade do comportamento do consumo de agua na Peninsula Norte de forma
satisfatoria, indicando a necessidade de melhorias na metodologia de previsdo ou até
mesmo nos dados de entrada.

Previsdo SARIMA
Comparagéo entre dados reais e previsdes

Legenda
2 Dados de consumo

— Ajuste SARIMA
Previsdo SARIMA
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Figura 4.10 - Previsdo SARIMA.

O gréfico de previsdo, apresentado na Figura 4.10, indica uma melhoria em
relacdo ao modelo ARIMA, evidenciando que a previsao nao se estabiliza rapidamente
e acompanha um periodo mais longo da série temporal.

A previsdo obtida reflete uma sazonalidade semanal, capturando
adequadamente os padrdes de consumo de agua que se repetem a cada 7 dias.
Contudo, o modelo apresenta limitagdes significativas ao prever picos e quedas de
consumo durante o periodo de teste. Embora o modelo demonstre uma leve tendéncia
de aumento, essa tendéncia € minima e mantém o mesmo padrdo semanal
ciclicamente. Isso sugere que os dados utilizados ndo sao suficientemente
representativos para captar a complexidade total do comportamento de consumo, que
exibe uma variabilidade consideravel.

Ainda assim, o modelo SARIMA demonstra uma capacidade de previsao a
curto prazo. Apesar de ele se limitar na previsao de flutuagdes mais agudas, € possivel
considera-lo eficaz para identificar tendéncias gerais e padrdes sazonais. De maneira
semelhante ao observado no modelo ARIMA, seria ideal que o modelo fosse
continuamente retroalimentado com novos dados a medida que estes se tornassem

disponiveis. Esse processo de atualizagdo permitiria ajustar o modelo as mudangas
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mais recentes da série temporal, resultando em previsdes mais precisas e eficientes

ao longo do tempo.

4.2.4 Modelo de Regressao Linear Multivariada

Para o modelo de regressao linear multivariada, foram definidas as variaveis
explicativas com base na vazao de consumo média iniciada naquele dia, a vazao do
dia anterior e as vazbées dos mesmos dias das semanas nas 7 semanas anteriores.

As variaveis independentes podem ser observadas na Tabela 4.13.

Tabela 4.13 - Variaveis independentes do modelo de regresséao linear multipla.

Variavel explicativa Caddigo
Vazao média de consumo iniciada
. Qm
naquele dia
Vazao de consumo no dia anterior Q_dia_anterior

Vazao de consumo no mesmo dia
_ Q_semana_1
da semana anterior

Vazao de consumo no mesmo dia
_ Q_semana_2
de 2 semanas anteriores

Vazao de consumo no mesmo dia
_ Q_semana_3
de 3 semanas anteriores

Vazao de consumo no mesmo dia
_ Q_semana_4
de 4 semanas anteriores

Vazao de consumo no mesmo dia
_ Q_semana_5
de 5 semanas anteriores

Vazao de consumo no mesmo dia
_ Q_semana_6
de 6 semanas anteriores

Vazao de consumo no mesmo dia
_ Q_semana_7
de 7 semanas anteriores

Isto posto, para a selegao das variaveis significativos, foi construida uma matriz
de correlagdo de Pearson com todas as variaveis explicativas desejadas, de tal forma,
gue com o resultado apresentado nas Figura 4.11 e Figura 4.12 e na Tabela 4.14, foi
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possivel selecionar as variaveis relevantes para a modelagem de consumo de agua

no presente estudo de caso.
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Figura 4.11 - Matriz de correlagdo de Pearson para as variaveis independentes - Parte 1.
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Figura 4.12 - Matriz de correlagao de Pearson para as variaveis independentes - Parte 2.

Tabela 4.14 - Coeficientes estimados para as variaveis explicativas.

Coeficiente | Valor estimado | Erro padrao Valor-p
Qm 0,4635 0,0753 2,02e-09
Q_dia_anterior 0,2103 0,0405 3,52e-07
Q_semana_1 0,1980 0,0465 2,64e-05
Q_semana_2 0,0935 0,0475 0,0497
Q_semana_3 0,1388 0,0484 0,0044
Q_semana_4 0,0338 0,0495 0,4951
Q_semana_5 -0,0012 0,0479 0,9794
Q_semana_6 0,0090 0,0479 0,8508
Q_semana_7 -0,0068 0,0475 0,8859

A partir dos resultados observados, notou-se que os valores-p para as variaveis
a partir da terceira semana anterior (Q_semana_3) foram superiores a 0,05, indicando
falta de significancia desses coeficientes para o modelo ajustado, logo, as demais

variaveis com valores-p bem acima do limite foram retiradas do modelo.
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Desse modo, o modelo final utilizou as seguintes variaveis significativas, cujos

coeficientes estao apresentados na Tabela 4.15.

Tabela 4.15 - Coeficientes estimados para as varidveis significativas.

Coeficiente | Valor estimado | Erro padrao Valor-p
Qm 0,4701 0,0732 4,35e-10
Q_dia_anterior 0,2128 0,0402 2,09e-07
Q_semana_1 0,2106 0,0442 2,76e-06
Q_semana_2 0,1037 0,0446 0,0204
Q_semana_3 0,1588 0,0426 0,0002

Foi possivel verificar que todos os valores-p estabelecidos nesse modelo
apresentaram valor inferior a 0,05, indicando que esses parametros sao
estatisticamente significativos ao modelo ajustado. Dessa forma, a matriz de

correlagao de Pearson se apresentou como segue na Figura 4.13.
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Figura 4.13 - Matriz de correlagdo de Pearson para as variaveis significativas.

Nesse interim, os valores de multicolinearidade, situagdo em que uma ou mais
variaveis explicativas apresentam autocorrelacdo, indicam de média para baixa
correlagcdo entre as variaveis independentes, sugerindo que o modelo possui boa
qualidade. Portanto, o modelo de regressédo linear multivariada resultou na seguinte

formulacéo para previsdo de consumo de agua:
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Q =0,4701 * Qm + 0,2128 * Qgiq_. .. ... + 0,2106 * Qsemana, 4.1)
40,1037 * Qsemana, + 0,1588 * Qsemanas,

Tabela 4.16 - Métricas de avaliagdo do modelo de regressao linear multivariada.

AIC R? RSE
319,983 | 0,5213 | 0,371

Nessa perspectiva, observa-se que o modelo de regressao linear multivariada
se mostrou intermediario ao modelo SARIMA e ARIMA, uma vez que apresentou o
critério de conhecimento de Akaike em 319,983 devido a sua maior complexidade
quando comparado a ambos os métodos e o seu pior ajuste, quando comparado com
o método SARIMA.

Além disso, o coeficiente de determinagéo ajustado foi de 0,5213, indicando
que 52,13% da variabilidade de vazao de consumo de agua € capturada pelo modelo,
isto é, 52,13% podem ser explicadas pelas variaveis independentes incluidas no
modelo. Esse valor indica que o modelo tem uma capacidade média de explicar os
dados observados, uma vez que um pouco menos de 50% do modelo permanece néo
explicada, sugerindo que pode haver outras variaveis ou fatores que nao foram
considerados que influem significativamente a variavel dependente.

O erro residual padrao, que reflete a dispersdao dos residuos em relagao ao
modelo de regressao ajustada, foi de 0,371, indicando que os dados se apresentaram
razoavelmente proximos a modelagem da regresséo.

Esses resultados demonstram que a regressao linear multivariada foi eficaz em
capturar a relagao entre as variaveis explicativas e a vazédo de agua, tal que ainda ha
espaco para melhorias, mas evidenciando que a vazdo média, a vazao do dia anterior
e a vazao de semanas anteriores exercem influéncia significativa sobre as previsdes

de consumo.
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5 CONCLUSAO E RECOMENDAGOES

A anadlise dos modelos de previsdo de consumo de agua realizados neste
estudo, que incluiu o ARIMA, SARIMA e a Regressé&o Linear Multivariada, forneceu
informacgdes valiosas sobre a eficacia dessas abordagens estatisticas para captar e
prever a dindmica do consumo de agua na Peninsula Norte e em regides similares. A
comparagao entre os modelos evidenciou as forgcas e limitagdbes de cada um,
destacando areas cruciais que requerem investigacao adicional para aprimorar a
gestao de recursos hidricos e a precisao das previsdes, como a sazonalidade a ser
utilizada, a quantidade de dados disponiveis para o estudo e as variaveis explicativas
adicionadas ao modelo.

Todavia, também €& importante destacar que a qualidade dos dados
desempenha um papel central na eficacia dos modelos de previsdo. No presente
estudo, verificou-se que uma parte significativa dos dados disponiveis apresentou
falhas ou inconsisténcias que poderiam ter sido tratadas com mais rigor. Dados de
qualidade superior, abrangendo periodos mais longos, como a partir de 2021,
permitiriam a modelagem de padrdes anuais e uma analise mais profunda da evolugao
do consumo ao longo dos anos, potencialmente revelando tendéncias de longo prazo.
Modelos que incluissem um horizonte temporal maior teriam a capacidade de captar
melhor os efeitos sazonais do consumo de agua na regiao.

Igualmente importante € o processo de tratamento dos dados. Dados brutos
frequentemente apresentam problemas como valores ausentes, outliers e spikes
decorrentes de falhas em sistemas de medi¢ao, como ja destacado em outros trechos.
Sem um tratamento rigoroso, como a aplicagao de métodos estatisticos adequados
para lidar com esses problemas, os modelos podem ser enviesados, comprometendo
a confiabilidade das previsdes. A aplicacao de técnicas de limpeza, como a utilizagao
do método IQR para lidar com outliers, e a interpolagéo para dados ausentes, séo
essenciais para garantir que os dados representem com precisdao o comportamento
real do consumo de agua. A qualidade e o tratamento eficaz dos dados séo, portanto,
fundamentais para construir modelos estatisticos robustos, reduzindo incertezas e
melhorando a confiabilidade dos resultados obtidos.

Isto posto, o modelo ARIMA demonstrou ser insuficiente para captar os padrdes
complexos e sazonais do consumo de agua, como indicado pelos baixos valores do
Coeficiente de Eficiéncia de Nash-Sutcliffe (NSE). Esses resultados sugerem que as

previsbes baseadas na média poderiam ser tao eficazes quanto o préprio modelo.
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Além disso, a analise dos residuos, que apresentam comportamento normal e
homocedastico, indicou que eles ndo se comportaram como ruido branco, revelando
que o modelo falhou em compreender as caracteristicas intrinsecas da série temporal
de consumo de agua. Estudos, como o de Tsutyia (2004) e de outros pesquisadores,
destacam que o consumo de agua apresenta variagoes influenciadas por fatores como
clima, estacdes do ano, habitos populacionais e temperatura, fato esse que, o modelo
ARIMA nao conseguiu capturar possivelmente devido a auséncia de uma componente
sazonal ou até mesmo da autocorrelagdo de longo periodo, hipoteses que dependem
de uma maior gama de dados para conclusao exata.

O modelo SARIMA, ao incorporar uma componente sazonal, mostrou melhorias
significativas em relagdo ao ARIMA. O AIC menor indicou um ajuste mais adequado
aos dados, e as métricas de erro sugeriram que o SARIMA conseguiu captar melhor
a variabilidade do consumo. Além disso, os residuos apresentaram caracteristicas de
ruido branco, comportamento normal e homoscedasticidade confirmando um ajuste
mais robusto e apropriado. No entanto, o SARIMA ainda enfrentou limitacbes na
previsdo de grandes variagbes de consumo, logo, embora o ajuste do modelo tenha
sido satisfatorio, a previsdao de picos e vales de consumo permaneceu como um
desafio. Essa limitacdo pode estar relacionada a falta de dados adicionais que
poderiam capturar padrées de consumo mais complexos. No presente estudo foi
utilizada uma sazonalidade semanal, todavia, observou-se que os padrbes de
consumo de agua podem ser influenciados por eventos anuais especificos, como
feriados e datas comemorativas, variaveis climaticas e entre outras, sugerindo que um
modelo que abranja sazonalidade anual poderia proporcionar resultados de previséo
mais precisos e abrangentes.

A regressao linear multivariada, que incorporou variaveis explicativas
relacionadas a vazao média de consumo e as vazdes de dias anteriores, mostrou-se
uma abordagem promissora para a previsao de consumo de agua. A selecéo criteriosa
de variaveis significativas resultou em coeficientes estatisticamente robustos,
indicando que a regressdo linear multivariada pode oferecer previsdes uteis,
especialmente quando combinada com consideracdes de fatores sazonais e outras
variaveis explicativas, como temperatura e umidade relativa do ar. Embora o modelo
de regressao linear multivariada ndo tenha apresentado os melhores resultados no

presente estudo, seu potencial para prever o consumo de agua é evidente, desde que
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sejam consideradas outras variaveis que influenciam o consumo e geram as

flutuacdes observadas nos dados.

Tabela 5.1 - Comparativo entre modelos.

Ajuste
Modelo
AIC MAE RMSE NSE
ARIMA 370,51 | 0,3643 | 0,4462 | 0,3234
SARIMA 141,82 | 0,2158 | 0,2941 | 0,7061
Regressao Linear AIC RSE R?
Multivariada 319,983 0,371 0,5213

Nessa perspectiva, conclui-se que o modelo ARIMA, por si s6, mostrou-se
insuficiente para prever com precisao os valores de consumo de agua, especialmente
em séries temporais complexas. O modelo SARIMA, por outro lado, demonstrou maior
potencial de previsao, desde que haja uma maior disponibilidade de dados, tanto em
quantidade quanto em qualidade, o que possibilitaria captar melhor as flutuacoes
sazonais e os padrées de consumo. Por fim, o modelo de Regressédo Linear
Multivariada também se revelou promissor, mas seu desempenho poderia ser
significativamente aprimorado com a inclusdo de variaveis independentes adicionais,
que influenciam diretamente o comportamento da demanda por agua.

Outrossim, conforme apontado na dissertacdo de Costa (2022), todos os
modelos apresentaram resultados satisfatérios na analise direta das unidades
consumidoras, demonstrando sua funcionalidade com o uso de dados de telemetria.
No entanto, foi observado que, a medida que aumentava a variabilidade do consumo
e a quantidade de leituras com auséncia de consumo, os resultados dos modelos se
tornavam menos precisos. Um ponto importante a ser destacado é que o estudo de
Costa (2022) utilizou dados provenientes de uma amostra de 12 dos 423 hidrébmetros
da area de estudo (Quadra 12 do Setor Habitacional Jardins Mangueiral), os quais
transmitiam os valores de consumo a cada 4 horas.

Diante disso, observa-se que, para unidades consumidoras autbnomas, os
modelos propostos apresentaram um desempenho favoravel, conforme concluido por
Costa (2022). Contudo, ao comparar os estudos, observa-se que para o presente

trabalho foram obtidos melhores ajustes e previsdo para os modelos, mesmo que para



77

uma analise mais abrangente do consumo de uma regiao inteira, seria necessario
implementar algumas adaptacées e melhorias. Porém ainda sim é perceptivel os
pontos comuns entre os estudos, tal que ambos concluiram a falta da adaptabilidade
dos modelos com elevadas variagdes de consumo. Somente com essas mudangas 0s
modelos poderiam ser aplicados de maneira mais eficaz e precisa, garantindo maior
confiabilidade nas previsbes e no gerenciamento dos recursos hidricos em larga
escala.

Nessa perspectiva, recomenda-se para futuros estudos:

e Incorporagao de dados sazonais mais detalhados para melhorar a precisao
das previsbes, recomenda-se a utilizacdo de modelos que considerem
multiplas sazonalidades, incluindo padrdes diarios, semanais, mensais e
anuais. Esses modelos podem capturar de forma mais precisa as variagdes
complexas do consumo de agua, especialmente em regiées onde o
consumo varia significativamente ao longo do ano.

e Coleta e analise de dados adicionais: a obtencdo de uma gama maior de
dados de telemetria é crucial. Aumentar o periodo de coleta de dados
permitira a detecgéo de padrdes de longo prazo e sazonais anuais, que sao
fundamentais para entender as variagcbes de consumo associadas a
eventos especificos e mudancas climaticas.

e Incorporagao de variaveis externas: a inclusédo de variaveis externas, como
dados climaticos (temperatura, precipitagcdo), eventos sociais e
econdmicos, e mudancas populacionais, pode melhorar substancialmente
a capacidade de previsdo dos modelos. Essas variaveis sao
frequentemente correlacionadas com o consumo de agua e podem ajudar
a capturar flutuagdes que os modelos baseados apenas em dados
histéricos de consumo ndo conseguem prever.

Por fim, investir em métodos de previsdo aprimorados e na coleta de dados
mais detalhados sera essencial para melhorar a gestdo de recursos hidricos,
permitindo a formulagao de politicas mais eficazes e sustentaveis para o uso da agua.
O avancgo continuo na modelagem e a integracdao de novos métodos e dados séo
fundamentais para enfrentar os desafios da gestédo de recursos hidricos em um mundo

cada vez mais urbanizado e afetado pelas mudangas climaticas.
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7 ANEXOS

7.1 Rotina de Tratamento de Dados no RStudio

# Projeto Final 2 - Enzo D'Angelo Arruda Duarte
# CONFIGURACAO DO AMBIENTE
# Limpeza do ambiente

rm(list = 1s())

# Carregar pacotes necesséarios
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pacotes <- c("dplyr", "data.table", "stringr", "zoo", "tidyr","installr",

"lubridate", "beepr")
for (pacote in pacotes) {
if (!'require(pacote, character.only = TRUE)) {
install.packages (pacote)

library (pacote, character.only = TRUE)

# Definir o diretdédrio de trabalho

setwd ("C:/Users/enzod/OneDrive - unb.br/PF2/Dados")

# Atualizar o R
updateR ()

# BASE DE DADOS

# Importacdo da base de dados

df <- fread("Leituras 2022.csv", header = FALSE, encoding = "UTF-8")

# TRATAMENTO INICIAL
# Deletar colunas indesejadas

df <- df[, -c(4, 6, 8), with = FALSE]
# Renomear colunas
setnames (df, old = c("v1", "v2", "v3", "vb5", "V7"), new = c("ID",

"Leitura", "Equipamento", "Imovel"))

# Mudanca das unidades dos dados

df [, ID := as.numeric(ID)]
df[, Imovel := as.integer (Imovel) ]
df [, Data := as.POSIXct (Data, format = "$Y-%m-%d SH:%M:%S") ]

df[, Leitura := as.numeric(gsub(",", ".", Leitura))]

"Data",



# LIMPEZA INICIAL
# Remover duplicatas

df <- unique (df)

# Remover NAs

df <- na.omit (df)

# Retirar valores de leitura negativos e NAs

df <- df['!is.na(Leitura) & Leitura >= 0]

# Filtrar por ID do equipamento
df <- df[str starts(Equipamento, "70B3")]

# VERIFICACAO INICIAL
head (df)
summary (df)

str (df)

# TRATAMENTO DOS DADOS
# Ordenar os dados por Imovel e Data

setorder (df, Imovel, Data)

# AMOSTRA
# Fungdo para calcular o tamanho da amostra
calcular tamanho amostra <- function (confidence level,
total population) {
# Determinar o Z-score com base no nivel de confianca

z _score <- gnorm(l - (1 - confidence level) / 2)

# Calcular o tamanho da amostra

n 0 <- (z_score”2 * 0.5 * 0.5) / (error margin”2)

# Ajuste do tamanho da amostra para populacdo finita

n <- ceiling(n 0 / (1 + (n_0) / total population))

return (n)

# Pardmetros

nivel confianca <- 0.95 # 95% de confianca

82

error _margin,
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margem erro <- 0.05 # 5% de margem de erro

# Numero total de imdéveis no dataframe

total imoveis <- length (unique (df$Imovel))

# Calcular o tamanho da amostra
tamanho amostra <- calcular tamanho amostra(nivel confianca, margem erro,

total imoveis)

# Contar o numero de registros para cada imdével
contagem imoveis <- df %>%

group_ by (Imovel) %>%

summarize (Contagem = n()) %$>%

arrange (desc (Contagem) )

# Selecionar os imdéveis com a maior quantidade de dados até atingir o tamanho

da amostra

o

imoveis amostra <- contagem imoveis %>%
slice head(n = tamanho amostra) %>%

pull (Imovel)

# Filtrar o dataframe original para incluir apenas esses imdéveis selecionados
df amostra <- df %>%

filter (Imovel %in% imoveis amostra)

# Exibir o resultado

cat ("O tamanho da amostra necessédrio é:", tamanho amostra, "\n")

# Criar intervalos de 4 em 4 horas dentro de cada dia
df amostral, Intervalo_ 4h = cut (as.POSIXct (format (Data, "$SH:%M:%3S"),
format="%H:%M:%3"),

breaks = seq(as.POSIXct ("00:00:00",
format="%H:%M:%S"),

as.POSIXct("24:00:00",

format="%H:%$M:%3"), by="4 hours"),

labels = <¢("00:00", "04:00", "O08:00", "12:00",
"1l6:00", "20:00"),

include.lowest = TRUE, right = FALSE) ]

df amostra[, Intervalo 4h := paste(format (Data, "%Y-%m-%d"), Intervalo 4h)]

# Concatenar a data com o intervalo de horas
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# Identificar spikes na Leitura

df amostra <- df amostra 3%>%

group by (Imovel) $%>%

mutate (

NA,
)

un

# Fu
pree
#

na

#
if

Q1
Q3 = quantile(Leitura, 0.75, na.rm = TRUE),
IQOR = Q3 - 01,

quantile(Leitura, 0.25, na.rm TRUE) ,

Limite Inferior = pmax(Ql - 1.5 * IQR, 0), # Garante que o limite inferior
seja menor que zero

Limite Superior = Q3 + 1.5 * IQR,

Leitura = ifelse(Leitura < Limite Inferior | Leitura > Limite Superior,
Leitura)

>%

group ()

ngcdo para preencher NAs com progressdo aritmética

ncher NAs progressao aritmetica <- function(x) {

Encontrar os indices dos NAs

_indices <- which(is.na (x))

Se ndo h4 NAs, retornar o vetor original
(length (na_indices) == 0) {

return (x)

# Vetor para armazenar o resultado

re

#
fo

sultado <- x

Iterar por cada bloco de NAs
r (i in seq along(na_indices)) {

indice na <- na_ indices[i]

# Encontrar o inicio do bloco de NAs
if (i == 1 || na _indices[i] != na indices[i - 1] + 1) {

bloco_inicio <- indice na

# Encontrar o fim do bloco de NAs
if (i == length(na indices) || na_indices[i] != na indices[i + 1] - 1) {

bloco fim <- indice na
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# Valores antes e depois do bloco de NAs
valor antes <- if (bloco inicio > 1) x[bloco inicio - 1] else NA

valor depois <- if (bloco fim < length(x)) x[bloco fim + 1] else NA

# Se ndo houver valores numéricos antes ou depois do bloco, deixar NA
if (is.na(valor antes) || is.na(valor depois)) {
resultado[bloco inicio:bloco fim] <- NA real
} else {
# Se houver valores antes e depois, preencher com progressao
aritmética
diferenca <- valor depois - valor antes
tamanho progressao <- bloco fim - bloco inicio + 1
razao <- diferenca / (tamanho progressao + 1)
progressao <- seqg(valor_antes + razao, valor depois - razao,
length.out = tamanho progressao)

resultado[bloco inicio:bloco fim] <- progressao

return (resultado)

# Aplicar a func&o para preencher NAs com progressdo aritmética por grupo
df amostra <- df amostra %>%

group_ by (Imovel) %>%

mutate (Leitura = preencher NAs progressao_aritmetica(Leitura)) 3%>%

ungroup ()

summary (df amostra)

# Transformar em data table

df amostra <- data.table(df amostra)

# Calcular a diferenca entre os valores da leitura em datas consecutivas
df amostra[, Consumo := Leitura - shift(Leitura), by = Imovel]

df amostra[, Consumo := replace(Consumo, is.na(Consumo), 0)]

# Retirar valores de consumo negativos

df amostra <- df amostra %>%
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filter(!is.na(Consumo) & Consumo>=0)

# Calcular a média por imédvel
media imovel <- df amostra %>%
group by (Imovel) $>%
summarise (Media = mean (Consumo, na.rm = TRUE), .groups = 'drop') %$>%

ungroup ()

# Substituir valores de consumo que excedem o limite por NA

df amostra <- df amostra %>%

left join(media imovel %>% select (Imovel, Media), by = c("Imovel")) %>%
mutate (Consumo = ifelse (Consumo > 12.9 * Media, NA, Consumo))

# Extrair apenas o hordrio do intervalo 4 horas
df amostra$Intervalo Hora <= format (as.POSIXct (df amostraS$Intervalo 4h),

"SH:$M:%S")

# Calcular média horédria de consumo por imbével e intervalo horédrio
media horaria <- df amostra 3%>%
group by (Imovel, Intervalo Hora) %>%

summarise (Media Horaria = mean(Consumo, na.rm = TRUE), .groups = 'drop')

# Preencher os NAs pelo valor médio hordrio correspondente

df amostra <- df amostra 3%>%

left join(media horaria, by = c("Imovel", "Intervalo Hora")) %>%
mutate (Consumo = ifelse(is.na(Consumo), Media Horaria, Consumo)) 3%>%
select (-Intervalo Hora, -Media Horaria) # Remover colunas intermediérias

se ndo forem necesséarias

# Transformar em data table

df amostra <- data.table(df amostra)

# Calculo de consumo diédrio

df diario <- df amostra %>%
group_by(Ano = year (Data), Mes = month(Data), Dia = day(Data)) %>%
summarise (Consumo_Dia = round(mean(Consumo, na.rm = TRUE), 3), .groups =

'drop') %$>%

mutate (Data = ©pastel(Ano, n-m, ifelse(Mes < 10, pasteO("0", Mes),
as.character (Mes)), n-m, ifelse(Dia < 10, pasteO("0", Dia),
as.character (Dia))),

Data = as.Date(Data))
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# Exportagdo dos dados de consumo total por dia
df diario$Consumo Dia <- gsub("\\.", ",", df diario$Consumo_ Dia)
write.csv2(df diario, file = "C:/Users/enzod/OneDrive - unb.br/PF2/Dados

Tratados/2022 - Dados Consumo Dia.csv", row.names = FALSE)

7.2 Rotina ARIMA e SARIMA no RStudio

# Projeto Final 2 - Enzo D'Angelo Arruda Duarte

# CONFIGURACAO DO AMBIENTE
# Limpeza do ambiente

rm(list = 1s())

# Carregar pacotes necessarios
pacotes <- c("forecast", "tseries", "MASS", "lmtest", "ggplot2",
"data.table", "scales", "beepr", "hydroGOF")
installed packages <- pacotes %in% installed.packages|()
if (any(!installed packages)) {
install.packages (pacotes[!installed packages])
}
invisible (lapply(pacotes, library, character.only = TRUE))

# Definir o diretdédrio de trabalho

setwd ("C:/Users/enzod/OneDrive - unb.br/PF2/Dados Tratados")

# Carregar os dados do CSV

df <- fread("2022 - Dados Consumo Dia.csv")

# Limpeza e conversédo de dados

df [, Consumo Dia := as.numeric(gsub(",", ".", Consumo Dia))]

# Calcular a vazdo a partir da coluna Consumo

df[, Vazao := Consumo_ Dia / (24) * 1000]

# Verificar e garantir que Data estd no formato correto

df$Dhata <- as.Date(df$Data)

# SERIE TEMPORAL
# Criar uma série temporal
TSvazao <- ts(df$Vazao, frequency = 7)

ggtsdisplay (TSvazao)
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TSfinal <- tsclean (TSvazao)

ggtsdisplay (TSfinal)

# Criacdo do grafico de anédlise de outliers
outliers <- tsoutliers (TSvazao)
outliers df <- data.frame

index = time (TSvazao) [outliersS$index],

replacements = outliersS$replacements

# Criacdo do grafico

autoplot (tsclean (TSvazao), series = "Clean", color = "#FF6F6l1', 1lwd = 0.1) +
autolayer (TSvazao, series = "Original", color = 'gray', 1lwd = 0.1) +
geom point(data = outliers df, aes(x = index, y = replacements), color =
'#004080', size = 2, shape = 21, fill = '#004080'") +
labs (
x = "Tempo",
y = "Consumo (L/h)",
title = "Andlise de outliers na série temporal",
subtitle = "Dados limpos e pontos de outliers destacados"
) +
theme minimal () +

scale x continuous (labels scales::comma) +

scale y continuous (labels scales::comma) +

theme (
legend.position = "bottom",
axis.title.x = element text(size = 12, margin = margin(t = 10)),
axis.title.y = element text(size = 12, margin = margin(r = 10)),
axis.text = element text(size = 12, color = "black"),
plot.title = element text(face = "bold", size = 12, hjust = 0.5),

plot.subtitle = element text( size = 11, hjust = 0.5),

panel.grid.major = element line(color = "grey92"),

panel.grid.minor = element line (color = "grey92")

# Teste de estacionariedade
adf result <- adf.test(TSfinal)

print (adf result)

# Preparar ts _data com Data e Intervalo 4h

ts _data <- data.table(
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Intervalo 4h = time(TSfinal), # Manter Intervalo 4h como POSIXct

Vazao = coredata (TSfinal)

# Adicionar uma coluna com numeros sequenciais para o eixo x

ts _data$Seqg <- seqg along(ts_dataSIntervalo_ 4h)

# Calcular o valor médio da vazéao

media vazao <- mean(ts data$Vazao, na.rm = TRUE)

# Criacdo do grafico da série temporal
p <- ggplot(ts data, aes(x = Seq, y = Vazao)) +
geom_ line(color = "#6BAED6", size = 0.1) +
geom hline (yintercept = media vazao, <color = "#FF6F61", linetype =

"dashed", size = 0.5) +

labs (title = "Série Temporal",
subtitle = "Dados de consumo médio diadrio de 2022",
x = "Tempo",
y = "Vazdao (L/h)"™) +
theme minimal (base size = 12) +
theme (
plot.title = element text (face = "bold", size = 12, hjust = 0.5),
plot.subtitle = element text(size = 11, hjust = 0.5),
axis.title.x = element text(size = 12, margin = margin(t = 10)),
axis.title.y = element text(size = 12, margin = margin(r = 10)),
axis.text = element text(size = 12, color = "black"),
panel.grid.major = element line(color = "grey92"),
panel.grid.minor = element line(color = "grey92")
) +

scale x continuous (breaks = c(1, 32, 60, 91, 121, 152, 182, 213, 244, 274,
305, 335), labels = c("Jan", "Fev", "Mar", "Abr", "Mai", "Jun", "Jul", "Ago",
"Set", "Out", "Nov", "Dez")) +

scale y continuous(labels = scales::comma) + # Formatando labels do eixo
y com virgulas

expand limits(y = 0) # Garantir que o valor zero apareca no eixo y

print (p)

# ARIMA
# Dividir os dados em treino (80%) e teste (20%)

tam treino <- floor (0.8 * length(TSfinal))
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# Criar a série de treinamento

ts _treino <- ts(TSfinal[l:tam treino])

# Encontrar o inicio e fim da série de treino
start treino <- start(ts _treino) # Inicio da série de treinamento

end treino <- end(ts_treino) # Fim da série de treinamento

# Ajustar o inicio da série de teste

start teste <- c(end treino[l] + 1)

# Criar a série de teste com o start ajustado
ts teste <- ts(Tsfinal[ (tam treino + 1) :length(Tsfinal) ], start =
start teste)

# Ajustar o modelo ARIMA
modelo arima <- auto.arima(ts treino, stepwise = FALSE)

summary (modelo arima)

# Teste dos coeficientes do modelo ARIMA

coeftest (modelo arima)

# Calcular o NSE
nse arima ajuste <- NSE (modelo arimaS$fitted, ts treino)

print (nse_arima ajuste)

# Testes
# Calcular os residuos para o conjunto de treino ARIMA

residuos _arima <- ts_treino - modelo arimaSfitted

# Verificar os residuos do modelo ARIMA para o conjunto de treino

checkresiduals (residuos_arima)

# Plotar o histograma dos residuos

hist (residuos _arima,

main = "Histograma dos residuos ARIMA",
xlab = "Residuos",

ylab = "Frequéncia",

col = "#6BAED6",

border = "black",
prob = TRUE) # prob = TRUE para obter a densidade ao invés de frequéncia
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# Adicionar a curva de densidade normal

curve (dnorm(x, mean = mean(residuos arima), sd = sd(residuos_arima)),
col = "4#004080",
lwd = 2,
add = TRUE)

# Plotar o grafico de dispersdo entre os residuos e os valores previstos

plot (modelo arimaS$fitted, residuos arima,

main = "Grafico de dispersédo dos residuos ARIMA",
xlab = "Vazdo prevista (L/h)",
ylab = "Residuos",
pch = 16,
col = "#6BAED6")
abline(h = 0, col = "#004080", 1lwd = 2) # Linha horizontal no eixo zero para

facilitar a visualizacédo

# Criar ts _data treino com os dados de treinamento
ts data treino <- data.table(
Intervalo 4h = ts data$Intervalo 4h[l:tam treino],
Vazao = ts_treino,

Seq = ts_data$Seqg[l:tam treino]

# Ajustar a coluna fitted no ts data treino

ts data treino$fitted <- modelo arimaSfitted

# Plotar os dados observados, ajuste ARIMA e dados de treinamento

p <- ggplot() +

geom line(data = ts data, aes(x = Seq, y = Vazao, color = "Dados de
consumo"), size = 0.1) +
geom line(data = ts_data treino, aes(x = Seq, y = fitted, color = "Ajuste

ARIMA"), size = 0.5) +

labs (title = "Ajuste ARIMA",
subtitle = "Dados de consumo médios didrios de 2022",
x = "Tempo",
y = "Vazao (L/h)",
color = "Legenda") + # Adiciona titulo a legenda
scale color manual (values = c("Dados de consumo" = "#6BAED6", "Ajuste
ARIMA" = "#004080")) +

guides (color = guide legend(reverse = TRUE)) + # Inverte a ordem da legenda
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theme minimal (base size = 12) +

theme (
plot.title = element text(face = "bold", size = 12, hjust = 0.5),
plot.subtitle = element text(size = 11, hjust = 0.5),
plot.caption = element text(size = 10, hjust = 1),
axis.title.x = element text(size = 12, margin = margin(t = 10)),
axis.title.y = element text(size = 12, margin = margin(r = 10)),
axis.text = element text(size = 12, color = "black"),
legend.title = element text (face = "bold", size = 12),
legend.text = element text(size = 12),

panel.grid.major element line(color = "grey92"),
panel.grid.minor = element blank()
) +
scale x continuous (breaks = c(1, 32, 60, 91, 121, 152, 182, 213, 244, 274,
305, 335), labels = c("Jan", "Fev", "Mar", "Abr", "Mai", "Jun", "Jul", "Ago",
"Set", "Out", "Nov", "Dez")) +
scale y continuous(labels = scales::comma) + # Formatando labels do eixo

y com virgulas

expand limits(y = 0) # Garantir que o valor zero apareca no eixo y

print (p)

# Teste de acurédcia da modelagem

accuracy (modelo arimaSfitted, ts_ treino)

# Prever os ultimos 20% dos dados

previsao arima <- forecast(modelo arima, h = length(ts teste))

# Teste de acurédcia da previséo

accuracy(previsao_arima$mean, ts_teste)

# Calcular o NSE
nse arima previsao <- NSE(previsao_arimaSmean, ts teste)

print (nse_arima previsao)

# Criar ts _data teste com os dados de teste

ts data teste <- data.table(
Intervalo 4h = ts_data$Intervalo_4h[(tam_treino + 1) :nrow(ts_data)],
Vazao = ts teste,
Seq = ts_data$Seq[ (tam treino + 1):nrow(ts data)],

Previsao = previsao arima$mean
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# Plotar grafico de previsdo com dados de teste

p <- ggplot () +

geom line(data = ts data, aes(x = Seq, y = Vazao, color = "Dados de
consumo"), size = 0.1) +
geom line(data = ts data treino, aes(x = Seq, y = fitted, color = "Ajuste

ARIMA"), size = 0.5) +
geom line(data = ts data teste, aes(x = Seq, y = Previsao, color = "Previsdo

ARIMA"), size = 0.5, alpha = 0.8) +

labs(title = "Previsdo ARIMA",
subtitle = "Comparacdo entre dados reais e previsdes",
x = "Tempo",
y = "Vaziao (L/h)",
color = "Legenda") +
scale color manual (values = c("Dados de consumo" = "#6BAED6", "Ajuste
ARIMA" = "#004080", "Previsdo ARIMA" = "#FF6F61"),

breaks = c("Dados de consumo", "Ajuste ARIMA", "Previséo

ARIMA")) +

guides (color = guide legend(reverse = FALSE)) +

theme minimal (base size = 12) +

theme (
plot.title = element text (face = "bold", size = 12, hjust = 0.5),
plot.subtitle = element text(size = 11, hjust = 0.5),
plot.caption = element text(size = 10, hjust = 1),
axis.title.x = element text(size = 12, margin = margin(t = 10)),
axis.title.y = element text(size = 12, margin = margin(r = 10)),
axis.text = element text(size = 12, color = "black"),
legend.title = element text (face = "bold", size = 10),
legend.text = element text(size = 10),
panel.grid.major = element line(color = "grey92"),

panel.grid.minor = element blank()
) +
scale x continuous (breaks = c(1, 32, 60, 91, 121, 152, 182, 213, 244, 274,
305, 335), labels = c("Jan", "Fev", "Mar", "Abr", "Mai", "Jun", "Jul", "Ago",
"Set", "Out", "Nov", "Dez")) +
scale y continuous(labels = scales::comma) + # Formatando labels do eixo
y com virgulas

expand limits(y = 0) # Garantir que o valor zero apareca no eixo y

print (p)
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# SARIMA
# Dividir os dados em treino (80%) e teste (20%)

tam treino <- floor (0.8 * length(TSfinal))

# Criar a série de treinamento

ts _treino <- ts(TSfinal[l:tam treino], frequency = 7)

# Criar a série de teste
ts teste <- ts(TSfinal[ (tam treino + 1) :length (TSfinal) ], start =

end(ts_treino) + 1, frequency = 7)

# Ajustar o modelo SARIMA
modelo sarima <- Arima(ts treino, order = <¢(2,0,3), seasonal = c(0,1,3))
modelo sarima <- auto.arima(ts_treino, seasonal = TRUE, stepwise = FALSE)

summary (modelo sarima)

# Teste dos coeficientes do modelo SARIMA

coeftest (modelo sarima)

# Calcular o NSE
nse sarima ajuste <- NSE (modelo sarima$fitted, ts treino)

print (nse sarima ajuste)

# Calcular os residuos para o conjunto de treino SARIMA

residuos _sarima <- ts_treino - modelo sarima$fitted

# Verificar os residuos do modelo SARIMA para o conjunto de treino

checkresiduals (residuos_sarima)

# Plotar o histograma dos residuos

hist (residuos sarima,

main = "Histograma dos residuos SARIMA",
xlab = "Residuos",

ylab = "Frequéncia",

col = "#6BAED6",

border = "black",

prob = TRUE) # prob = TRUE para obter a densidade ao invés de frequéncia

# Adicionar a curva de densidade normal

curve (dnorm(x, mean = mean(residuos sarima), sd = sd(residuos_sarima)),
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col = "#004080",
lwd = 2,
add = TRUE)

# Plotar o grafico de dispersédo entre os residuos e os valores previstos

plot (modelo sarima$fitted, residuos sarima,

main = "Grafico de dispersdo dos residuos SARIMA",
xlab = "Vazdo prevista (L/h)",
ylab = "Residuos",
pch = 16,
col = "#6BAED6")
abline(h = 0, col = "#004080", lwd = 2) # Linha horizontal no eixo zero para

facilitar a visualizacdo

# Previsdo com o modelo SARIMA para o conjunto de teste

previsao_sarima <- forecast (modelo sarima, h = length(ts_ teste))

# Teste de acurédcia da previséo

accuracy (previsao sarimaS$mean, ts_ teste)

# Calcular o NSE
nse sarima previsao <- NSE(previsao_sarima$mean, ts teste)

print (nse sarima previsao)

# Criar ts data treino com os dados de treinamento
ts data treino <- data.table(
Intervalo 4h = ts_data$Intervalo_4h[l:tam_treino],
Vazao = ts_treino,
Seq = ts_data$Seq[l:tam treino],
fitted = modelo sarimaS$fitted

# Plotar os dados observados, ajuste SARIMA e dados de treinamento

p <- ggplot() +

geom line(data = ts data, aes(x = Seq, y = Vazao, color = "Dados de
consumo"), size = 0.1) +
geom line(data = ts_data treino, aes(x = Seq, y = fitted, color = "Ajuste

SARIMA"), size = 0.5) +
labs (title = "Ajuste SARIMA",
subtitle = "Dados de consumo médios didrios de 2022",

x = "Tempo",
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y = "Vazdo (L/h)",
color = "Legenda") + # Adiciona titulo a legenda
scale color manual (values = c("Dados de consumo" = "#6BAED6", "Ajuste
SARIMA" = "#004080")) +

guides (color = guide legend(reverse = TRUE)) + # Mantém a ordem da legenda

theme minimal (base size = 12) +

theme (
plot.title = element text(face = "bold", size = 12, hjust = 0.5),
plot.subtitle = element text(size = 11, hjust = 0.5),
plot.caption = element text(size = 10, hjust = 1),
axis.title.x = element text(size = 12, margin = margin(t = 10)),
axis.title.y = element text(size = 12, margin = margin(r = 10)),
axis.text = element text(size = 12, color = "black"),
legend.title = element text (face = "bold", size = 12),
legend.text = element text(size = 12),

panel.grid.major element line(color = "grey92"),
panel.grid.minor = element blank()
) +
scale x continuous (breaks = c(1, 32, 60, 91, 121, 152, 182, 213, 244, 274,
305, 335), labels = c("Jan", "Fev", "Mar", "Abr", "Mai", "Jun", "Jul", "Ago",
"Set", "Out", "Nov", "Dez")) +
scale y continuous(labels = scales::comma) + # Formatando labels do eixo

y com virgulas

expand limits(y = 0) # Garantir que o valor zero apareca no eixo y

print (p)

# Criar ts _data teste com os dados de teste

ts data teste <- data.table(
Intervalo 4h = ts_data$Intervalo_4h[(tam_treino + 1) :nrow(ts_data)],
Vazao = ts_ teste,
Seqg = ts_data$Seq[(tam_treino + 1) :nrow(ts_data)],

Previsao = previsao sarima$mean

# Plotar grafico de previsdo com dados de teste

p <= ggplot() +

geom line(data = ts data, aes(x = Seq, y = Vazao, color = "Dados de
consumo"), size = 0.1) +
geom line(data = ts_data treino, aes(x = Seq, y = fitted, color = "Ajuste

SARIMA"), size = 0.5) +
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geom line(data = ts_data teste, aes(x = Seq, y = Previsao, color = "Previsdo

SARIMA"), size = 0.5, alpha = 0.8) +

labs(title = "Previsdo SARIMA",
subtitle = "Comparacgdo entre dados reais e previsdes",
x = "Tempo",
y = "Vazdo (L/h)",
color = "Legenda") +
scale color manual (values = c("Dados de consumo" = "#6BAED6", "Ajuste
SARIMA" = "#004080", "Previsdo SARIMA" = "#FF6Fo6l"),
breaks = c¢("Dados de consumo", "Ajuste SARIMA",
"Previsdo SARIMA")) +
guides(color = guide legend(reverse = FALSE)) +
theme minimal (base size = 12) +
theme (
plot.title = element text(face = "bold", size = 12, hjust = 0.5),

plot.subtitle = element text(size = 11, hjust

0.5),
plot.caption = element text(size = 10, hjust = 1),

axis.title.x = element text(size = 12, margin = margin(t = 10)),
axis.title.y = element text(size = 12, margin = margin(r = 10)),
axis.text = element text(size = 12, color = "black"),
legend.title = element text (face = "bold", size = 10),
legend.text = element text(size = 10),

panel.grid.major = element line(color = "grey92"),

panel.grid.minor = element blank()
) +
scale x continuous (breaks = c(1, 32, 60, 91, 121, 152, 182, 213, 244, 274,
305, 335), labels = c("Jan", "Fev", "Mar", "Abr", "Mai", "Jun", "Jul", "Ago",
"Set", "Out", "Nov", "Dez")) +

scale y continuous(labels = scales::comma) + # Formatando labels do eixo

y com virgulas

expand limits(y = 0) # Garantir que o valor zero apareca no eixo y

print (p)

7.3 Rotina Regressao Linear Multivariada no RStudio

# Projeto Final 2 - Enzo D'Angelo Arruda Duarte

# CONFIGURACAO DO AMBIENTE
# Limpeza do ambiente

rm(list = 1s())



# Carregar pacotes necesséarios
pacotes <- c¢("dplyr", "car", "rstatix", "lmtest", "ggpubr",
"lm.beta", "data.table","hydroGOF")
installed packages <- pacotes %in% installed.packages()
if (any(!installed packages)) {
install.packages (pacotes[!installed packages])
}
invisible (lapply(pacotes, library, character.only = TRUE))

# Definir o diretdédrio de trabalho

setwd ("C:/Users/enzod/OneDrive - unb.br/PF2/Dados Tratados")

# Carregar os dados do CSV

df <- fread("2022 - Dados Consumo Dia.csv")

# Limpeza e conversdo de dados
df [, Consumo Dia := as.numeric(gsub(",", ".", Consumo Dia))]

df [, Data := as.P0OSIXct (Data, format = "%Y-%m-%d")]

# Calcular a vazdo a partir da coluna Consumo

df[, Vazao := Consumo_Dia / (24) * 1000]

# Criar uma nova coluna para identificar o dia da semana

df$Dhia Semana <- weekdays (dfS$Data)

# Criar uma nova coluna para a vazdo média iniciada no dia
df <- df %$>%
arrange (Data) %>%
mutate (Qm = sapply(l:nrow(.), function(i) {
start index <- i
end index <- min(i + 7 - 1, nrow(.))
mean (Vazao[start index:end index], na.rm = TRUE)

1)

# Visualizar os primeiros registros para verificar

head (df)

# Criar a coluna "Q dia anterior" (Vazdo do dia anterior)
df <- df %>%
arrange (Data) %>%

mutate (Q _dia anterior = lag(Vazao, n = 1, default = 0))
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# Adicionar colunas para os valores de vazdo do mesmo dia da semana em semanas
anteriores
df <- df %>%

mutate (Q_semana 1 = lag(Vazao, n = 7, default = 0),

Q semana_ 2 lag(Vazao, n = 14, default

Il
o
~

Q semana 3 = lag(Vazao, n = 21, default = 0))

# Remover as colunas 1, 2, 3, 4, 5 e 7
df <- df %>%
select (-c (1, 2, 3, 4, 5, 7))

# REGRESSAO LINEAR MULTIVARIADA
# Modelo
modelo rlm <- Im(Vazao ~ Om + Q dia anterior + Q semana 1 + Q semana 2 +

Q semana 3, data = df)

# Testes
# Auséncia de multicolinearidade

pairs.panels (df)

# Anadlise
summary (modelo rlm)

AIC (modelo rlm)
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